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Анотація 

Метою даної роботи є дослідження та розробка системи для семантичного 

пошуку зображень за текстовим описом на вбудованому пристрої з обмеженими 

ресурсами з використанням візуально-мовних моделей.  

В рамках даної роботи проведено порівняльний аналіз швидкодії та 

точності роботи візуально-мовних моделей на вбудованому пристрої для задачі 

пошуку зображень по тексту. 

Спроектовано та розроблено застосунок для пошуку візуальної інформації 

з камери (кадрів та відеофрагментів) за текстовим запитом з використанням 

візуально-мовної моделі для роботи на вбудованому пристрої з апаратним 

прискорювачем.   

 

 

Ключові слова: вбудовані пристрої, візуально-мовні моделі, CLIP, 

семантичний пошук зображень.   
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Вступ 

Поширення пристроїв із вбудованими камерами, таких як смартфони, 

системи відеоспостереження та безпілотні літальні апарати, призводить до 

швидкого зростання обсягів візуальних даних. Наприклад, за прогнозами ринок 

розумних камер зросте з 12.53 мільярдів доларів у 2025 році до 30 мільярдів у 

2030 році. [1] 

Такий обсяг даних створює потребу в ефективних засобах для пошуку 

релевантної інформації серед великої кількості неструктурованого візуального 

контенту. Традиційні підходи, що базуються на метаданих чи пошуку за 

ключовими словами є неефективними у випадках, коли потрібно знайти контент 

за його змістом.  

Важливим етапом у цій галузі стала поява та розвиток візуально-мовних  

моделей, які поєднують у собі досягнення комп'ютерного зору та обробки 

природної мови. Такі моделі здатні створювати представлення для візуальних та 

текстових даних у єдиному векторному семантичному просторі.  

Сучасні візуально-мовні моделі здатні виконувати класифікацію 

зображень, генерацію текстових описів, надання відповідей на питання щодо 

змісту візуального контенту та  здійснювати пошук зображень за текстовими 

описами.  

Паралельно зростає потужність та поширеність вбудованих пристроїв. Це 

створило тенденцію до перенесення обчислень з віддалених серверів на кінцеві 

вбудовані пристрої. Цей підхід забезпечує суттєві переваги: конфіденційність 

даних, відсутність залежності від інтернет з’єднання, нижчий час на обробку  

даних та скорочення витрат на серверну інфраструктуру. Цю тенденцію 

підтверджують прогнози ринку AI обчислень, згідно з якими він зросте з 13.03 

мільярдів в 2025 році до 24.92 мільярдів в 2030. [2] 



8 

Зважаючи на це, здійснення семантичного пошуку кадрів та 

відеофрагментів по текстовому запиту користувача повністю на вбудованому 

пристрої без зовнішніх залежностей є надзвичайно актуальним завданням.  

Метою даної роботи є дослідження та розробка системи для семантичного 

пошуку візуального контенту за текстовим описом на вбудованому пристрої з 

обмеженими ресурсами з використанням візуально-мовних моделей.  

Для досягнення цієї мети поставлені наступні завдання: 

● Провести порівняльний аналіз  швидкодії та точності візуально-

мовних моделей для задачі пошуку зображень по текстовому опису на 

вбудованому пристрої. 

● Спроектувати та реалізувати програмний застосунок для 

семантичного пошуку візуальної інформації за текстовим запитом на 

вбудованому пристрої з апаратним прискорювачем.  

У першому розділі здійснено теоретичний огляд візуально-мовних 

моделей та методів їх оптимізації для підвищення швидкодії. Описано сучасні 

вбудовані платформи для запуску моделей машинного навчання, а також 

проаналізовано переваги та обмеження роботи візуально-мовних моделей на 

вбудованих пристроях.  

У другому розділі за допомогою експериментів порівняно швидкодію та 

точність візуально-мовних моделей на вбудованій платформі без апаратного 

прискорювача на задачі семантичного пошуку зображень. Досліджено вплив 

квантування на швидкодію та точність роботи обраних моделей.  

Третій розділ присвячено опису архітектури та реалізації розробленого 

застосунку для семантичного пошуку зображень по текстовому опису для 

вбудованої платформи з інтегрованим модулем камери та апаратним 

прискорювачем. Описано вибір технологій, ключові компоненти, а також 

результати порівняння продуктивності пошуку з базовим підходом та векторним 

пошуком.  
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1. Огляд технологій 

В цьому розділі розглядається теоретичний огляд візуально-мовних 

моделей та огляд вбудованих пристроїв на яких вони можуть бути розгорнуті. 

Також, описуються переваги та обмеження запуску складних нейронних мереж, 

зокрема візуально мовних моделей,  на вбудованих пристроях. 

1.1. Візуально мовні моделі  

Візуально-мовні моделі (Visual Language Models, VLM) – це клас моделей, 

що поєднують в собі компʼютерний зір та обробку природної мови, які 

вимагають одночасного розуміння візуальної та текстової інформації.  

Ключовою ідеєю візуально-мовних моделей є створення спільного 

семантичного простору, в якому векторні представлення (ембедінги) зображень 

та тексту можуть порівнюватись. Цей процес називається вирівнювання 

модальностей (modality alignment), він дозволяє моделям виконувати такі 

завдання, як пошук зображень за текстовим запитом, генерувати описи 

зображень, проводити класифікацію зображень та інші завдання.  

Прогрес сучасних візуально-мовних моделей тісно пов’язаний з  

розвитком комп'ютерного зору та обробки природної мови.  

У комп’ютерному зорі ключову роль відіграло підвищення точності та 

розміру глибоких згорткових нейронних мереж (CNN) та архітектур на основі 

трансформерів, зокрема Vision Transformer (ViT). [3] 

У обробці мови цей прорив забезпечили трансформерні моделі, такі як 

двосторонній енкодер BERT [4] та авторегресійний декодер GPT [5].  

Як зазначається в [6], розвиток візуально мовних моделей пройшов шлях 

від моделей, що орієнтовані на вузькі завдання, до універсальних моделей, які 

працюють з багатьма задачами.  
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У цьому розділі буде детальніше розглянуто два види візуально-мовних 

моделей: 

● Моделі на основі контрастивного навчання (Contrastive VLM) 

● Великі візуально-мовні моделі (Visual Large Language Models, VLLM).  

Моделі на основі контрастивного навчання 

Моделі на основі контрастивного навчання зазвичай використовують 

архітектуру з двома незалежними енкодерами (dual-encoder), як це реалізовано в 

CLIP (Contrastive Language Image Pre-training) [7], одній з найвідоміших і 

поширеніших моделей цього типу. 

В архітектурі CLIP використовується: 

● Візуальний енкодер, який вилучає візуальні ознаки з зображення і 

перетворює їх на векторне представлення. В CLIP автори протестували 

для цього ResNet-50 та Vision Transformer. Візуальний трансформер 

показав кращі результати, тому він використовується для 

найпродуктивніших варіантів моделі.  

● Текстовий енкодер, що перетворює вхідний текст на векторне 

представлення. Для цього використовується трансформер. У випадку 

CLIP, це трансформер, що має архітектуру подібну до GPT, що 

використовується як енкодер для отримання векторного представлення 

тексту.  

Метою навчання цих моделей є вирівнювання векторних просторів обох 

модальностей. 

Для цього при навчанні використовується контрастивна функція втрат 

(contrastive loss). На вхід подаються пари зображення та тексту (Рис 1).  

У процесі навчання для позитивних пар (де текст описує зображення) 

модель максимізує міру схожості, часто це косинусна подібність, між їхніми 

векторними представленнями.  
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Водночас для негативних пар (де текст не відповідає зображенню) ця 

подібність мінімізується.   

Рисунок 1. Контрастивне навчання, що реалізоване в CLIP. Взято з  [6] 

Таким чином, відстань семантично близьких зображення та тексту в 

рамках єдиного високорозмірного векторного простору буде мінімальною.  

Головною перевагою цього підходу є здатність до узагальнення. Завдяки 

цьому модель має високу точність в режимі нульового постнавчання (zero-shot 

learning). Модель CLIP, що була навчена на наборі даних з 400 мільйонів пар 

зображення - текст, може ефективно виконувати класифікацію зображень, або їх 

пошук, навіть для типу даних, на яких вона не була навчена без тонкого 

налаштування (fine-tuning).  

В рамках запуску моделей на вбудованих пристроях, важливо те, що в 

порівнянні з VLLM, цей тип моделей має високу швидкість виконання та менші 

розміри.  

Visual Large Language Models (VLLM) 

VLLM – це тип візуально-мовних моделей, які  використовують велику 

мовну модель (LLM). На відміну від моделей контрастивного навчання VLLM є 

генеративними. Тобто, вони можуть генерувати текстові відповіді на основі 

візуального контенту.  

Типова архітектура VLLM складається з візуального енкодера (vision 

encoder), модуля з'єднання (connector module), та великої мовної моделі (LLM).  
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Візуальний енкодер – це попередньо навчена модель, наприклад Vision 

Transformer з моделі  CLIP, що відповідає за отримання токенів зображення.  

Модуль з’єднання – компонент, що адаптує візуальні токени отримані з 

візуального енкодера в зрозумілий для LLM вигляд. Є різні види принципів його 

роботи, від лінійного шару, до токенів-запитів, що взаємодіють з візуальними 

ознаками через механізм перехресної уваги (cross-attention), як у моделі  BLIP-2 

[8]. Ефективність цього модуля має критичне значення для результату роботи 

моделі.  

Велика мовна модель – попередньо навчена модель, яка слугує ядром для 

міркування. Вона об’єднує текстовий запит користувача і візуальні ознаки і 

генерує текстову відповідь.  

Після поєднання цих компонентів модель проходить етап навчання на 

датасетах, що містять пари зображення та текстова інструкція до нього. Таке 

донавчання дозволяє моделі ефективно виконувати завдання, як генерація 

текстових описів зображень, відповіді на складні питання щодо візуального 

вмісту тощо.  

Основна перевага VLLM полягає в їх універсальності та розширених 

можливостях у порівнянні з попередніми архітектурами.  

Проте, оскільки в основі цих архітектур є великі мовні моделі, їхнє 

навчання та запуск вимагають значних обчислювальних ресурсів, особливо 

робочої памʼяті.   

З розвитком VLLM, виникають ефективніші архітектури та методи 

навчання, що потребують менше обчислювальних ресурсів, проте які не 

поступаються в ефективності більшим моделям. Для прикладу модель 

SmolVLM-256m[9], яка має 256 мільйонів параметрів і під час роботи споживає 

менше 1 гігабайту пам'яті, показує кращі результати на бенчмарках ніж модель 

Idefics-80b, з 80 мільярдами параметрів, яка була представлена на 18 місяців 

раніше (Рис 2).  
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Рисунок 2. Споживання оперативної пам’яті VLLM. Взято з  [9] 

Таким чином, незважаючи на універсальні можливості VLLM, високі 

вимоги до обчислювальних ресурсів роблять їх використання на вбудованих 

пристроях проблемним.   

1.2. Методи оптимізації візуально мовних моделей 

Візуально-мовні моделі, особливо , потребують багато обчислювальних 

ресурсів, які в вбудованих пристроях є вкрай обмеженими. Для того, щоб 

зменшити вимоги нейронних моделей, в тому числі VLM, до обчислювальних 

ресурсів, і для того, щоб їх пришвидшити, розроблені різні методи оптимізації. 

Найпоширенішими є відсікання (pruning), квантування (quantization) та 

дистиляція знань (knowledge distillation).  
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Відсікання 

Відсікання (pruning) – це процес видалення неважливих або надлишкових 

параметрів нейронної мережі. Видалення параметрів, що незначно впливають на 

кінцевий результат створює розріджену (sparse) модель [10]. 

Така модель займає менше місця і може швидше виконуватись. Спочатку 

для цього обирається нейронна мережа, потім визначаються найменш важливі 

параметрів цієї мережі, які потім обнуляються. Після видалення ваг відбувається 

процес тонкого-налаштування (fine-tuning), для того щоб компенсувати втрату 

точності.  

Це неструктуроване відсікання, яке створює розріджені матриці. Більшість 

процесорів та апаратних прискорювачів не мають спеціалізованих засобів для 

ефективної обробки розріджених матриць. 

Структуроване відсікання передбачає видалення структурних елементів 

моделі. В результаті модель матиме щільну структуру матриць і процесори 

зможуть ефективно з нею працювати. Проте, при цьому підході відбувається 

більша втрата точності. [10]  

Квантування 

Квантування – це зниження точності числових представлень моделей.[11] 

Сучасні нейронні мережі зберігають свої ваги у форматі float32. За допомогою 

квантування, можна відобразити ці значення в типи даних, що потребують 

менше пам’яті та є більш оптимізованим для обчислень. Наприклад, можна 

перетворити float32 в int8, або float16.  

Квантування в int8 зменшує розмір моделі в 4-и рази, адже тепер для 

параметрів потрібно лише 8-бітів, замість 32. Також це дає виграш в швидкодії, 

адже сучасні процесори виконують операції з цілочисельними типами значно 

швидше ніж з рухомою комою. [11] 
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Рисунок 3. Концептуальна схема квантування під час навчання та після. Взято з [11] 

Є два типи квантування: 

● Квантування під час навчання (Quantization-Aware Training, QAT) – 

квантування симулюється під час навчання, або під час тонкого 

налаштування. Це дає краще результати ніж квантування після навчання, 

оскільки модель адаптується до втрати точності. [11] 

● Квантування після навчання (Post-Training Quantization, PTQ) – навчена 

модель конвертується в менш точний формат (Рис 3). Це простий і 

швидкий метод, проте призводить до більшої втрати точності моделі.  

Дистиляція знань 

Дистиляція знань – це оптимізація, яка полягає в тому, що “знання” великої 

моделі, яка називається “вчителем” передаються до компактної моделі “учню”. 

[12]  

Учень в даному випадку тренується імітувати поведінку вчителя. 

Наприклад, для класифікації зображень учень тренується не на мітках  (які 

вказують правильний клас), а на мʼяких мітках (містять розподіл ймовірностей, 

що згенерований вчителем). У випадку візуально-мовних моделей на основі 

енкодерів, учень може навчитися створювати ембедінги наближені до ембедінгів 

створені вчителем.   
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1.3. Огляд сучасних вбудованих пристроїв 

Завдяки розвитку апаратних та програмних засобів суттєво розширилося 

застосування моделей машинного навчання на вбудованих платформах. 

Одними з ключових чинників для цього стала еволюція систем на кристалі 

(SoC). В SoC, до стандартних компонентів (процесор, пам’ять, графічний 

процесор) почали додавати спеціалізовані апаратні прискорювачі, які призначені 

для ефективного виконання операцій, що використовуються в нейронних 

мережах.  (Рис 4) 

Розвитку SoC на вбудованих системах сприяло зменшення технологічного 

процесу у виробництві напівпровідників. Так, розмір транзистора зменшився до 

14 нм, 10 нм, 5 нм та навіть 3 нм, що дозволило розмістити більше транзисторів 

на тій самій площі плати.  

 

 

 

 

 

 

 

 

 
 

Рисунок 4. Приклад структури SoC чипу, який містить NPU . Взято з [13] 

Розміщення всіх необхідних компонентів системи на одному чипі значно 

скорочує відстань, яку долають дані між різними компонентами. Завдяки цьому 

мінімізується втрата енергії. Також це зменшує загальне енергоспоживання 

системи, що призводить до меншого тепловиділення. 
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У результаті SoC споживає менше енергії та забезпечує вищу пропускну 

здатність і нижчі затримки при обробці даних, ніж рішення з мікросхем, де кожна 

компонента розміщена окремо. 

У зв’язку зі зростаючою складністю нейронних мереж та обсягами даних, 

що обробляються на вбудованих пристроях, а також через обмеження 

енергоспоживання і тепловіддачі вбудованих пристроїв, виникла потреба у 

впровадженні спеціалізованих прискорювачів для інференсу (виконання) 

моделей. Ці прискорювачі підвищують продуктивність роботи нейронних мереж 

на SoC.  

Деякі категорії апаратних прискорювачів для SoC: 

● NPU – апаратні блоки, заточені під масивні паралельні операції 

лінійної алгебри, з низькою точністю (INT8, FP16), що 

використовуються в нейронних мережах. [14] Завдяки такій 

оптимізації NPU демонструють пікову продуктивність у десятки 

тераоперацій на секунду (TOPS) і споживають енергію в межах 

декількох ват.  

● Coral TPU – це компонент, який був розроблений Google для 

прискорення моделей TensorFlow Lite для роботи на периферійних 

пристроях. Coral TPU  забезпечує до 4 TOPS при енергоефективності 

приблизно 2 TOPS/Вт. Це дає змогу, наприклад, запускати сучасні 

мережі, як MobileNet v2, яка працює з частотою до 400 FPS. [15] 

● CVflow від Ambarella – це спеціальний прискорювач, який оптимізує 

обробку відео, зображень та роботу нейронних мереж на пристрої, що 

був розроблений компанією Ambarella. [16]  Ключовою особливістю є 

фокус на максимальній енергоефективності, що дозволяє досягати 

високої продуктивності при мінімальному споживанні енергії, що є 

критичним для пристроїв з автономним живленням. 
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Огляд сучасних вбудованих систем для запуску моделей машинного 

навчання. 

NVIDIA Jetson Series 

Платформа Jetson від NVIDIA – це лінійка потужних вбудованих 

пристроїв,  яка націлена на ефективну роботу нейронних мереж. Ці пристрої 

побудовані на архітектурі GPU NVIDIA Ampere, що має значну кількість ядер 

CUDA. До прикладу, завдяки цьому найпотужніша модель забезпечує до 275 

TOPS при енергоспоживанні до 60 Вт. [17]Проте, це високе споживання енергії 

в порівнянні з іншими вбудованими пристроями. 

Raspberry Pi 

Raspberry Pi – популярна освітня платформа, яка, особливо з 

прискорювачами, є ефективною платформою  для виконання нейронних 

обчислень. Також є плата Raspberry Pi AI HAT+, що використовує прискорювачі 

компанії Hailo. [18] 

Google Coral Dev Board 

Ця платформа на основі Coral TPU, розроблена для високої продуктивності 

та енергоефективності при роботі з моделями машинного навчання. Dev Board в 

якості операційної системи використовує Mendel Linux, і оптимізований для 

моделей фрейморку TensorFlow Lite.  

Ambarella 

SoC Ambarella побудовані навколо енергоефективної архітектури CVflow. 

Завдяки цьому вони використовуються в системах, де в пріоритеті низьке 

енергоспоживання, зокрема в дронах, автомобільних системах, камерах безпеки.  

Наприклад, чіп CV72S, для камер безпеки, що виготовляється 5-нм техпроцесом 

споживає менше 3 Вт енергії. [19] Ambarella надає комплексний набір 

інструментів, який полегшує перенесення нейронних мереж з популярних 

форматів, таких як Caffe, TensorFlow, та ONNX, на чипи CVflow. [20] 
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 Таким чином, сучасний ринок вбудованих систем пропонує широкий 

спектр рішень. Це такі платформи, як NVIDIA Jetson, що пропонує великі 

обчислювальні потужності (проте вирізняється високим енергоспоживанням), 

енергоефективні рішення від Ambarella та платформи, як Raspberry Pi, які можна 

доповнювати спеціальними прискорювачами. Проте, всі вбудовані платформи 

мають обмежені ресурси, і ефективне розгортання і застосування візуально-

мовних моделей на них є складним завданням. 

1.4. Переваги  та обмеження візуально мовних моделей на 

вбудованих пристроях  

Актуальність та переваги запуску VLM на вбудованих системах  

Традиційно для сучасних застосунків моделі машинного навчання, зокрема 

великі мовні моделі та візуально-мовні моделі, розгортають і використовують на 

віддалених серверах. Або звертаються до комерційних сервісів, які надають 

доступ до своїх моделей.  

Водночас, із розвитком обчислювальних можливостей вбудованих систем 

та вдосконалення моделей машинного навчання суттєво розширилися сфери їх 

використання. Проте використання серверів для обчислень і інференсу моделей 

підходить не для всіх сфер застосування. Тому  з'явилася потреба в запуску 

моделей безпосередньо на локальних вбудованих пристроях.  

 

Локальна обробка даних має кілька суттєвих переваг: 

1. Відсутність потреби в постійному інтернет-з'єднанні та забезпечення 

високої доступності. 

У певних умовах експлуатації пристрій може опинитися в умовах 

обмеженої, або відсутньої мережі. Наприклад, до цього можна 

віднести автономні дрони, системи моніторингу в аграрній сфері та 

інших автономних системах. Крім того, використання моделі на 
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пристрої, може слугувати резервним режимом на випадок втрати 

зв'язку з сервером.  

2. Збереження конфіденційності та безпеки даних.  

У галузях, що мають високі вимоги до збереження даних (наприклад 

в медицині, фінансах) збереження даних на пристрої знижує ризики 

витоку та спрощує відповідність нормативам (GDPR, HIPAA та ін.). 

Крім того, локальна обробка та відсутність передачі даних на сервер 

може підвищити довіру користувача до продукту та системи.  

3. Зниження експлуатаційних витрат. 

Завдяки локальній роботі усувається потреба в оренді хмарної 

інфраструктури чи підтримці своєї, що є суттєвою частиною витрат 

бізнесу. Також, скорочуються витрати на мережевий трафік, оскільки 

усувається необхідність передавати дані на сервер. До того ж, 

вбудовані пристрої переважно енергоефективні, що призводить  до 

зниження витрат на електроенергію. 

4. Менший час обробки даних.  

Завдяки локальній обробці та відсутності потреби передачі великих 

обсягів даних на віддалений сервер значно знижує час отримання 

результату. Це є значною перевагою для систем, де важлива швидка 

обробка, наприклад, охоронні та безпекові системи. Також це 

забезпечує кращий користувацький досвід.  

Обмеження та виклики локального розгортання 

Попри свої переваги, запуск візуально-мовних моделей на 

вбудованих пристроях має обмеження: 

1. Обмежені обчислювальні ресурси. 

Сучасні візуально-мовні моделі потребують великої кількості 

оперативної пам’яті для запуску. Також обмежена продуктивність 
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процесорів, або апаратних прискорювачів призводить до нижчої 

швидкості роботи моделі, в порівнянні з потужними серверами. 

2. Високе енергоспоживання.  

Під час роботи моделі створюється значне навантаження на систему, 

що призводить до високого енергоспоживання вбудованим 

пристроєм, відносно звичайного робочого стану. Це може призвести 

до швидкого розряду батареї пристрою.  

3. Складність оновлення системи. 

У випадку централізованих серверів, оновити модель або програмне 

забезпечення відносно просто. Проте оновлення системи на мільйонах 

вбудованих пристроїв, особливо на тих, що працюють в автономних 

умовах без з'єднання з мережею, є значно складнішим завданням.  

4. Втрата точності моделі. Для ефективної роботи на вбудованих 

пристроях, які мають обмежені ресурси, висока ймовірність потреби в 

оптимізації моделі. Це призведе до втрати точності моделі, в 

порівнянні з оригінальною. 
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2. Порівняння візуально-мовних моделей на 

вбудованому пристрої 

В даному розділі за допомогою експериментів порівнюються візуально-

мовні моделі на основі контрастивного навчання на вбудованому пристрої для 

задачі семантичного пошуку зображень по текстовому опису. Також 

розглядається їх квантизація та її вплив на результати.  

2.1. Вибір візуально-мовних моделей  

Для задачі семантичного пошуку вибрано моделі контрастивного навчання 

з енкодером для тексту та зображення. Цей вибір зумовленим тим, що пошук 

зображень по текстовому опису є однією з основних задач цих моделей [7]. 

Пошук з моделями контрастивного навчання, може бути реалізований завдяки 

тому, що є можливість порівняти ембедінг тексту та ембедінг зображення за 

допомогою їх косинусної подібності. Потім відбираються зображення, які мають 

найбільші значення косинусної подібності з текстом. (Рис 5).  Крім цього, є 

багато різних варіацій цих моделей, з різним розміром та швидкістю виконання, 

що важливо для їх запуску на вбудованих пристроях.  

Для порівняння було вибрано три моделі: базова модель CLIP, 

оптимізована для швидкодії TinyCLIP та LongCLIP, що краще працює з довшими 

текстами.  
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Рисунок 5. Концептуальна схема пошуку зображень по текстовому опису за допомогою візуально-

мовних моделей контрастивного навчання 

 

CLIP ViT-B/16 

Ця модель від OpenAI, яка була натренована на наборі з 400 мільйонів пар 

зображень і описів до них. Це була модель контрастивного навчання, яка першою 

змогла без донавчання показати результати на задачах класифікації, та задачах 

пошуку зображень по тексту, та тексту по зображенню, які перевершували 

моделі, що існували до цього. CLIP має два типи варіацій, одна, де в основі 

візуального енкодера ResNet, інша де використовується візуальний трансформер 

(Visual Transformer, ViT). 

 Найкращі результати має CLIP ViT-L/14@336, середній бал 85% на 27 

датасетах, на яких проводили тестування автори, проте ця модель потребує 

найбільше обчислювальних потужностей. Тому для порівняння була вибрана 

CLIP ViT-B/16, що має на цих датасетах середній бал 81%, проте потребує менше 

ресурсів для обчислень[7]. Крім цього, розмір ембедінгів цієї моделі 512, а 

найкращої ViT-L/14@336 – 768. Менший розмір ембедінгів дасть виграш в 
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пам’яті сховища, яка буде виділятись на їх зберігання, що важливо для 

вбудованих пристроїв.  

TinyCLIP ViT8-M16  

Ця модель була отримана в результаті дистиляції знань моделі CLIP. Через 

великий розмір CLIP моделі, автори [21] вирішили створити меншу і швидшу 

модель, яка б могла працювати на IoT пристроях, при цьому, зберегти 

ефективність оригінальної моделі.  

Автори використовують прогресивну дистиляцію, де на кожному етапі 

відбувається стиснення поступово, і на кожному новому етапі модель успадковує 

ваги з попереднього етапу. Методи, які застосували для TinyCLIP моделей, 

дозволили значно зменшити розміри моделей. Наприклад, TinyCLIP ViT8-M16 

має в 11.3 рази менше параметрів, ніж CLIP ViT-B/16, та в 5.1 рази швидше, на 

датасеті ImageNet-1k має точність більшу на 3.5% ніж CLIP [21]. 

LongCLIP ViT-B/16 

Текстовий вхід оригінальної CLIP моделі обмежений 77 токенами. Проте 

автори LongCLIP [22] моделі за допомогою експериментів показали, що CLIP 

може ефективно працювати лише з 20-а токенами.  

Автори представили нову модель, як покращення роботи CLIP з текстами 

більшої довжини. Для цього вони здійснили тонке налаштування (fine-tuning) 

CLIP моделі на 1.2 мільйоні пар з довгими описами зображень. При цьому, 

автори зафіксували параметри, для перших 20-и токенів, для того, щоб не 

погіршувати роботу моделі на коротких текстових описах.  

Завдяки покращенням для роботи з текстовими входами більшого розміру, 

LongCLIP може приймати на вхід 248 токенів, при цьому робить це ефективно і 

має високу точність. Наприклад, LongCLIP ViT-L/14 має результат Recall@10 

95.6% на датасеті ShareGPT4V, а CLIP ViT-L/14  84.0% на задачі пошуку 

зображень за допомогою тексту. А LongCLIP ViT-B/16  93.3% проти 79.6 у 

моделі CLIP ViT-B/16 [22].  При цьому покращенні результатів, розміри моделей 
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та кількість її параметрів не змінились.  Для порівняння був вибрана саме ViT-

B/16 модель, по аналогічним причинам, що й CLIP.  

2.2. Набір даних для тестування 

Для тестування вибраних візуально-мовних моделей було випадковим 

чином вибрано 500 зображень та 2500 підписів до них з датасету Flickr30k [23]. 

В ньому представлені зображення з різних категорій та з різноманітними 

ситуаціями. До кожного зображення є  5 текстових описів. Описи були написані 

людьми та додатково перевірені на відповідність візуальному змісту (Рис 6). Цей 

датасет широко використовується для тестування пошуку зображень по тексту, 

та тексту по зображенням.  

 

Рисунок 6. Приклад пари зображення та його описів з датасету 
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2.3. Опис метрик 

Вибрані метрики можна розділити на два типи: 

1. Для оцінки ефективності моделі для задачі пошуку зображення по 

текстовому опису 

2. Для оцінки швидкодії роботи моделей на пристрої.  

Метрики для оцінки пошуку 

Recall@K – метрика, що вимірює, в якому відсотку випадків правильне 

зображення, яке відповідає одному текстовому запиту, знаходиться серед K 

найкращих зображень. Тобто серед перших K зображень, відсортованих за 

спаданням значень косинусної подібності між ембедінгом зображення та тексту. 

Для тестування вибрані Recall@1/5/10.  

Mean Reciprocal Rank (MMR) – середня обернена позиція. Rank (ранг) – 

це номер позиції зображення, що відповідає тексту у відсортованому за схожістю 

списку, як в Recall@K.   

��� =  1
�
∑�

�=1  1
����(�)

  

N – кількість всіх запитів на отримання зображень по тексту, а rank(i) – 

ранг зображення, яке відповідає тексту. Ця метрика, на відміну від Recall@K, 

враховує позицію зображення, яке відповідає тексту, в упорядкованому за 

схожістю списку.  

Метрики для оцінки швидкодії 

Average Image Embedding Time – середній час обчислення ембедінгу 

одного зображення. 

95P/99P Image Embedding Time – 95-й та 99-й перцентиль часу 

обчислення ембедінгу одного зображення. Тобто у випадку 95-го персентиля, 

95% обчислень ембедінгу будуть відбуватись швидше за значення 95P Image 
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Embedding Time. Ці метрики є важливими, оскільки дозволяють оцінити 

швидкість для повільних і складних випадків.  

Average Text Embedding Time – середній час обчислення ембедінгу 

одного тексту.  

95P/99P Text Embedding Time – 95-й та 99-й перцентиль часу обчислення 

ембедінгу одного тексту. 

Text Throughput – середня кількість ембедінгів текстів, які обчислюються 

за секунду. 

 2.4. Опис вбудованого пристрою для експериментів 

Для проведення тестування продуктивності роботи візуально-мовних 

моделей було обрано пристрій Raspberry Pi 5 (Рис 7) з конфігурацією 8 ГБ 

оперативної пам’яті. Це сучасний вбудований пристрій, який був випущений в 

жовтні 2023 року.  

 

Рисунок 7. Зображення Raspberry Pi 5. Взято з  [24] 

В основі цього пристрою SoC Broadcom BCM2712. Ця система на кристалі 

побудована на 16 нанометровому технічному процесі і використовує CPU з 

чотирма 64-бітними ядрами мікроархітектури Arm Cortex-A76 з тактовою 
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частотою до 2.4 ГГц. Кожне ядро має 64 КБ кешу L1 для інструкцій  та 64 КБ для 

даних, 512 КБ L2 кешу, а також сама система має 2 МБ спільного кешу L3.  

Є можливість підключити NVMe SSD накопичувач, проте для тестування 

використовувалась microSD карта розміром 64GB. Карта відповідає класам 

швидкості Class 10 та Application Performance Class 1 (A1), а також підтримує 

інтерфейс UHS-I. 

Raspberry Pi 5 показав кратний приріст в продуктивності в порівнянні зі 

старшою моделлю Raspberry Pi 4, що використовує мікроархітектуру Arm 

Cortex-A72. В Geekbench Multi Core тесті Pi 5 показав результат 1604 балів, проти 

723 у Pi 4. В тестуванні моделі роботи yolov4-tiny Pi 5 був швидшим майже в 4-

и рази [25]. Також, інші тести показали, що при навантаженні система споживає  

10 Вт [26]. Варто зазначити, що виробник рекомендує джерело живлення 

потужністю 27 Вт.     

Значне покращення продуктивності в порівнянні з попереднім поколінням 

дозволяє протестувати можливості цього вбудованого пристрою для запуску 

вимогливих до обчислювальних ресурсів візуально-мовних моделей. 

2.5. Підготовка моделей для запуску на вбудованою пристрої 

Конвертація в ONNX формат 

Для того, щоб ефективно запускати візуально мовні моделі на вбудованому 

пристрої, вони конвертувались в ONNX (Open Neural Network Exchange) формат 

[27]. ONNX – це формат для зберігання моделей машинного навчання.  

Сам інструментарій для роботи з цим форматом і моделями має відкритий 

код. ONNX має набір обчислювальних блоків (операторів). Наприклад MatMul, 

Add, Transpose, LayerNormalization. За допомогою цих блоків будується граф 

моделі машинного навчання (Рис 8).  
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Рисунок 8. Приклад частиники графу  моделі в ONNX форматів 

Особливість ONNX в тому, що цей формат універсальний. Він дозволяє 

конвертувати моделі з різних фреймворків, наприклад з PyTorch чи TensorFlow. 

Конвертовані версії моделі можуть запускатись без залежності від фреймворку, 

з якого ця модель була конвертована. У випадку вбудованих пристроїв, це є 

перевагою, оскільки не потрібно встановлювати фреймворки, які потребують 

багато пам’яті для зберігання і запуску.  Їх можна запускати за допомогою ONNX 

Runtime, який потребує менше ресурсів, і який має execution providers, що 

оптимізують запуск моделей для різних типів пристроїв, наприклад що мають 

апаратні прискорювачі, або для CPU. 

 Крім цього, інструментарій ONNX надає додаткові можливості для 

оптимізації моделей. Наприклад, інструмент onnx-simplifier [28], оптимізує 

модель, замінюючи зайві оператори константами. Також, для ONNX є широкий 

інструментарій для квантування, що пришвидшує запуск моделей. 
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Зважаючи на переваги ONNX, всі моделі були конвертовані в цей формат. 

При експорті моделей в ONNX формат моделі спочатку завантажувались за 

допомогою бібліотеки HuggingFace Transformers [29].  

Окремо експортувався візуальний та текстовий енкодер моделі за 

допомогою CLIPVisionModelWithProjection та CLIPTextModelWithProjection: 

Завантаження візуального енкодера для конвертації: 

   processor = CLIPProcessor.from_pretrained(MODEL_NAME) 

   model = CLIPVisionModelWithProjection.from_pretrained(MODEL_NAME).to(DEVICE) 

   model.eval() 

 

Завантаження текстового енкодера для конвертації: 

   processor = CLIPProcessor.from_pretrained(MODEL_NAME) 

   model = CLIPTextModelWithProjection.from_pretrained(MODEL_NAME).to(DEVICE) 

   model.eval() 

Експорт двох енкодерів здійснений для того, щоб оцінити продуктивність 

роботи моделей для обробки зображень та окремо для тексту.  

 Для того, щоб здійснити конвертацію моделі необхідно здійснити 

інференс моделі. Це для того, щоб ONNX зміг визначити, які операції 

використовуються та для того, щоб побудувати граф моделі. В якості вхідних 

даних для інференсу використовуються фіктивні дані. Сама конвертація 

відбувається за допомогою torch.onnx.export (Рис 9). 

 
       

Рисунок 9. Код для експорту моделі  

Кожна модель завантажується за допомогою Transformers бібліотеки, тому 

скрипт для конвертації різних моделей не відрізняється. Проте LongCLIP модель 

не була представлена в форматі для цієї бібліотеки, тому для неї була здійснена 
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конвертація в формат для Transformers бібліотеки, за допомогою інструментарію 

для LongCLIP, що знаходиться у відкритому доступі [30]. 

Процес квантування за допомогою ONNX 

Були проведені експерименти з квантуванням за допомогою ONNX. Під 

час квантування в ONNX значення з чисел, що мають тип Float32 

відображаються в 8-бітний квантовий простір [31].  

Підтримується статичне та динамічне квантування.  

При статичному параметри обчислюються наперед за допомогою 

спеціального калібрувального набору даних. Тому процес статичного 

квантування також передбачає підготовку такого набору. Після квантизації 

параметри отримані за допомогою калібрувального набору даних зберігаються у 

вигляді констант.  

При динамічній квантизації значення цих параметрів обчислюються під 

час роботи моделі для даних, які подаються їй на вхід. Обчислення параметрів 

квантування під час роботи моделей додає додаткові обчислювальні витрати, 

проте цей тип квантування показує кращу точність [31], оскільки параметри 

підбираються під дані, які подаються на вхід під час роботи моделі. До того ж 

сам процес квантування простіший, оскільки не потрібний калібраційний набір 

даних.    

Також ONNX надає дві схеми представлення квантованих моделей: 

● QOperator – квантовані оператори, що мають окремі визначення в 

ONNX, наприклад QLinearConv або MatMulInteger. 

● QDQ (Quantize-DeQuantize) – використовується вставка операторів 

QuantizeLinear та DeQuantizeLinear для імітації процесу квантування та 

деквантування, що дозволяє гнучко працювати з динамічним 

обчисленням параметрів. 

Експерименти проводились тільки для динамічного квантування в INT8 з 

QDQ. Для цього кожна модель була оптимізована для квантування за допомогою 
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інструменту onnxruntime.quantization.preprocess з бібліотеки 

onnxruntime.quantization. 

Для того, щоб суттєво не знизити точність моделі, при цьому отримати 

зменшену і швидшу модель квантувалась тільки операція MatMul. Квантування 

відбулось за допомогою функції quantize_dynamic.  

2.6. Результати експериментів  

Результати оригінальних моделей 

Метрика CLIP ViT-B/16 TinyCLIP ViT8-M16  LongCLIP ViT-B/16 

Recall@1 (%) 67.28 51.64 75.2 

Recall@5 (%) 91.16 81.6 94.5 

Recall@10 (%) 96.24 90 97.9 

MRR 0.7753 0.6571 0.8383 

Average Image Embedding  
Time (ms) 

547 59 541 

95P Image Embedding 
Time (ms) 

564 65 567 

99P Image Embedding 
Time (ms) 

587 72 592 

Average Text Embedding  
Time (ms) 

102 8 105 

95P Text  Embedding 
Time (ms) 

112 9 115 

99P Text Embedding Time 
(ms) 

131 10 132 

Таблиця 1. Результати результатів оригінальних моделей 

За результатами експериментів за метриками оцінки якості пошуку 

зображень за текстом найкращі результати показала модель LongCLIP Vit-B/16. 

Вона показала найкращі результати за всіма метриками оцінки пошуку. 

Наприклад, Recall@1 з цією моделлю 75.2% (Таблиця 1). В той час як у CLIP 

ViT-B/16 це 67.28%.  Це можна пояснити тим, що ця модель краще працює з 
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текстом, особливо з довшими описами, що суттєво вплинуло на результати 

пошуку зображень по текстовому опису. 

TinyCLIP ViT8-M16 показав найгірші результати 51.64% для Recall@1, 

проте вони є прийнятними, якщо зважати на швидкість роботи цієї моделі та її 

розмір.   

При порівнянні метрик швидкодії роботи моделей, можна побачити (рис 

10), що результати CLIP ViT-B/16 та LongCLIP ViT-B/16 суттєво не 

відрізняються для обох енкодерів тексту та зображень. Модель TinyCLIP ViT8-

M16 на цих метриках показує час для обробки зображення в середньому в 9.4 

рази менший для енкодера зображень, та в 12.8 рази менший для енкодера тексту.  

 
Рисунок 10. Графік порівняння швидкодії моделей 
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Результати квантованих моделей 

 
Рисунок 11. Графік розміру моделей до та після квантування 

В результаті квантування розмір всіх ендкодерів зображення на диску став 

менше майже в 4-и рази (Рис 11). Розмір ендкодерів тексту у випадку 

Clip/LongClip змінився в 1.8 рази, а у випадку TinyClip виграш по пам’яті майже 

відсутній. Менше стиснення текстових енкодерів зумовлено тим, що в них вага 

операції MatMul менша, ніж у візуальних енкодерів.  

Після квантування ефективність CLIP та LongCLIP значно знизилась. 

Наприклад, на Recall@1 замість 67%, CLIP показує 54%, що близько до значень 

не квантованої моделі TinyCLIP ViT8-M16. При цьому час роботи енкодерів 

квантованої моделі CLIP залишається в приблизно два рази більшим за 

TinyCLIP.  

За метриками, що визначають якість пошуку модель TinyCLIP ViT8-M16 

зазнала найменших втрат. При цьому візуально енкодер став працювати на 44% 

швидше, а текстовий на 50%. На метриках Recall@1/5/10 втрати точності в межах 

1%. (Рис 12) 
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Метрика CLIP ViT-B/16 INT8 TinyCLIP ViT8-M16 
INT8 

LongCLIP ViT-B/16 
INT8 

Recall@1 (%) 54.4 51.04 62.48 

Recall@5 (%) 82.4 80.84 88.1 

Recall@10 (%) 90.24 89.7 93.5 

MRR 0.6663 0.6403 0.7346 

Average Image Embedding  
Time (ms) 

171 33 174 

95P Image Embedding 
Time (ms) 

184 35 184 

99P Image Embedding 
Time (ms) 

226 37 229 

Average Text Embedding  
Time (ms) 

37 4 40 

95P Text  Embedding 
Time (ms) 

42 4.3 43 

99P Text Embedding Time 
(ms) 

43 4.7 55 

Таблиця 2. Результати квантованих моделей 

 

 
Рисунок 12. Графік з прискоренням часу від квантуванням і втратою точності на Recall@1. 
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За метриками, що визначають якість пошуку модель TinyCLIP ViT8-M16 

зазнала найменших втрат. При цьому візуально енкодер став працювати на 44% 

швидше, а текстовий на 50%. На метриках Recall@1/5/10 втрати точності в межах 

1%. (Таблиця 2) 

Таким чином, в результами квантування модель TinyCLIP майже не 

втратила в точності, проте стала працювати швидше. LongCLIP та CLIP хоч і 

почали працювати значно швидше, проте вони відносно сильно втратили в 

точності пошуку.  

Те, що TinyCLIP майже не втратила в точності, можна пояснити тим, що 

ця модель вже є компактною завдяки дистиляції знань і має тільки найважливіші 

параметри. Тому вона є стійкою до втрати інформації під час квантування, на 

відміну від CLIP та LongCLIP, точність який виявилась чутливою до 

квантування. 
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3. Розробка застосунку для вбудованого пристрою 

В цьому розділі описано розробку системи  на платформі Ambarella CV75S 

до якої інтегрований модуль камери.  Система виконує семантичний пошук за 

текстовим запитом користувача, де для порівняння тексту та зображення 

використовується візуально-мовна модель LongCLIP.   
 

3.1. Функціонал та виклики 

Основною метою застосунку є надання користувачеві можливості 

знаходити за текстовим запитом семантично подібні кадри з камери пристрою, 

записані протягом тривалого періоду часу (Рис 13). 

Додатково, користувач повинен мати можливість задати конкретний 

період, за який він хоче отримувати результати. Це підвищить зручність 

користування системою, адже дасть змогу звузити пошук до потрібного йому 

часового інтервалу. Наприклад, користувач може за потреби вказати годину, або 

день за який потрібно здійснювати пошук.  

 
Рисунок 13. Діаграма взаємодії користувача з застосунком 

Важливо, щоб заданий користувачем період не виходив за межі 

підтримуваного системою часового проміжку. Максимальний проміжок, який 
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підтримується застосунком, повинен бути не меншим одного тижня та 

визначатися у налаштуваннях конфігурації. 

Разом із зображенням має повертатись часова мітка його створення. В 

рамках роботи встановлено вимогу до максимального часу пошуку, що не 

повинен перевищувати 30 секунд.  

Основна складність розробки такої системи полягає у тому, що всі 

обчислення повинні виконуватись на вбудованому пристрої з обмеженими 

ресурсами, на відміну від застосунків з серверними обчислювальними. 

Крім перетворення зображень на ембедінги, система повинна паралельно 

обробляти пошукові запити користувача серед значного обсягу збережених 

ембедінгів.  

Попри складність виконання всіх обчислень та пошуку на вбудованому 

пристрої, розроблений застосунок матиме суттєві переваги детально описані у 

першому розділі.  

Така система може знайти застосування в багатьох сферах. Наприклад, для 

охоронних систем (особливо в місцях з обмеженим доступом до мережі), для 

домашніх систем спостереження, для нагляду за тваринами, в аграрній сфері та 

інших.  

3.2. Вибір технологій для застосунку 

Опис пристрою 

В якості вбудованого пристрою з апаратним прискорювачем 

використовувався SoC Ambarella CV75s. В якості CPU використовується 

двоядерний Arm® Cortex®-A76 @ 1.6 ГГц, а розмір технічного процесу 5 

нанометрів. Для прискорення роботи з моделями машинного навчання 

використовується прискорювач CVFlow 3.0. Завдяки ньому на цій системі 

підтримується запуск візуально-мовних моделей[32].  
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Для того, щоб конвертувати в формат підтримуваний цією системою 

використовувався спеціалізований інструментарій. Конвертація відбувалась з 

ONNX формату. У зв'язку з договором про нерозголошення інформації подальші 

деталі конвертації моделей під платформу не розглядаються.  

 
Рисунок 14. Концептуальна діаграма процесу конвертації 

Візуально мовна модель 

За результатами тестування описаного в другому розділі та за підсумками 

додаткових тестів на  цільовому вбудованому пристрою була обрана модель 

LongCLIP ViT-B/16. Серед розглянутих варіантів вона показала найкращі 

результати у задачі семантичного пошуку зображень по текстовому опису. 

 Проте, передбачена можливість змінити модель на інший версію CLIP. 

Наприклад, це може бути модель додатково навчена на наборі даних під 

конкретну задачу, або на модель, яка потребуватиме більше обчислювальних 

ресурсів, але буде давати кращі результати.  

Вибір системи керування базою даних (СКБД) 

База даних повинна забезпечувати зберігання ембедінгів зображень, 

шляхів до файлів цих зображень, та часових міток їх створення. Окрім цього, 

ефективно виконувати запити на пристрої де значно обмежені ресурси (зокрема 

оперативна пам’ять та обчислювальна потужність процесора) в порівнянні з 

сучасними серверними системами. 

Враховуючи ці вимоги та обмеження було вибрано реляційну СКБД SQLite 

(Рис 15). 
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Рисунок 15. Переваги SQLite. 

База SQLite зберігається на одному файлі, не потребує додаткових 

залежностей та має мінімальний розмір на сховищі. В даному випадку вона буде 

зберігатись на SD карті. 

Система написана на мові програмування C, що сприяє високій 

продуктивності. Вона реалізує мінімально необхідний функціонал, що також 

позитивно впливає на швидкодію.  

До того ж, система підтримує ACID (Atomicity, Consistency, Isolation, 

Durability). Це означає, що транзакції виконуються атомарно (або повністю, або 

ніяк), дані залишаються консистентними, ізольовані одна від одної операції не 

впливають на результати виконання інших, а зроблені зміни є довготривалими. 

Це гарантує надійність та цілісність даних. 

Завдяки тому, що база SQLite знаходиться на одному файлі і взаємодія з 

нею відбувається напряму за допомогою бібліотеки, відсутні накладні витрати 

комунікацію з нею. Це суттєва перевага в порівнянні для швидкодії з 

традиційними клієнт-серверними СКБД .  

Через ці  переваги, ця СКБД є широко розповсюдженою і використовується 

в різноманітних середовищах. Наприклад, в веб-сайтах, розумних годинниках, 

дронах, камерах та інших вбудованих пристроях.  

Оскільки SQLite широко поширена, для неї активно розробляються 

розширення. Одне з них, sqlite-vec [33] дозволяє здійснювати векторний пошук. 
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Його використання буде розглянуто в наступних підрозділах в рамках розробки 

застосунку.  

 3.3. Архітектура застосунку 

Архітектуру застосунку можна поділити на три шари (Рис 16): 

1. Шар представлення 

Відповідає за взаємодію з клієнтом. Він включає в себе REST API 

веб-сервер, який конвертує запити в IPC виклики. 

2. Шар бізнес-логіки 

Містить в собі основну логіку застосунку. Він отримує запити від 

шару представлення та обробляє їх. Також цей шар взаємодіє з 

візуально мовною моделлю для створення ембедінгів та з шаром 

доступу до даних для їх зберігання та отримання.  

3. Шар доступу до даних 

Відповідає за збереження та отримання даних. Він включає SQLite 

базу даних на SD-карті та директорію для збереження файлів 

зображень.  

 
 

 Рисунок 16. Трьошарова архітектура застосунку 
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Під час роботи застосунку, шар бізнес-логіки реалізується сервісом 

LiveSearchService.  Він отримує кадри з камери. Та з періодичністю вказаною в 

конфігурації, сервіс використовує модель LongCLIP, що виконується на 

векторному процесорі, для створення ембедінгів отриманих зображень. 

Взаємодія з моделлю відбувається за допомогою спеціалізованого SDK.  

 
Рисунок 17. Архітектура застосунку 

Після чого зображення зберігається сервісом в сховищі, а ембедінги в 

SQLite базі даних. Також сервіс періодично видаляє зображення та відповідні їм 

ембедінги, що виходять за межі часового вікна, встановленого в конфігурації. 

Клієнт може взаємодіяти з застосунком за допомогою веб-серверу, який 

робить IPC виклики до сервісу.  

Клієнт може здійснити семантичний пошук, надіславши текстовий запит. 

LiveSearchService обробляє ці запити асинхронно. Спершу сервіс обчислює 

ембедінг текстового запиту за допомогою  візуально-мовної моделі. Потім 

здійснює пошук найближчих ембедінгів зображень із бази даних за критерієм 

подібності косинуса за допомогою векторного пошуку. За результатами пошуку, 

клієнту повертаються шляхи файлів зображень, що семантично найближчі до 

запиту. 
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 3.4. Опис імплементації  застосунку 

Для високої продуктивності та мінімального споживання ресурсів на 

вбудованій системі застосунок імплементований мовою C++.  

 Взаємодія з клієнтом 

Для того, щоб інші процеси на пристрої, або поза ним (наприклад, 

застосунок, що реалізує інтерфейс користувача) могли взаємодіяти з 

розробленою системою, потрібен шар, що надаватиме відповідний інтерфейс для 

взаємодії.  

В застосунку цю роль виконує REST API сервер. Він транслює кожен 

HTTP-запит клієнта в IPC (Inter-Process Communication) виклик. Через нього 

проходять запити до основного сервісу і повертаються результати. Проте 

зберігається можливість робити IPC виклики напряму.  

Такий підхід дозволяє ізолювати внутрішню реалізацію застосунку та 

надавати його функціонал для використання іншими сервісами. Принцип 

взаємодії подібний до того, як це відбувається в мікросервісних архітектурах.  

Це також відокремлю основну логіку застосунку від логіки обробки 

зовнішніх комунікацій. Це відповідає принципу розмежування повноважень 

(separation of concerns) 

Для передачі даних використовується формат JSON. Його головною 

перевагою є широке розповсюдження. Завдяки цьому його підтримують різні 

мови програмування і програмні рішення. Це, а також використання REST HTTP 

сервера, полегшує інтеграцію застосунку з іншими компонентами системи. 

Також додатковою перевагою є зрозумілість цього формату для людини.  

Для валідації та визначення структури даних, що передаються в запитах до 

методів сервісу, використовується JSON Schema.  

Наприклад, метод для пошуку має назву LiveSearch, а його схема 

визначена, як на Рисунку 18: 
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Рисунок 18. JSON схема пошуку 

В цьому випадку поле prompt повинно містити текстовий запит 

користувача і є обов'язковим.  

Поля from та to є опціональними поля та вказують часовий проміжок для 

пошуку. Дані поля повинні задавати час в форматі Unix Timestamp. 

Для конфігурування роботи застосунку використовується метод 

SetSettings. 

Запити обробляються асинхронно з використанням корутин (coroutines). 

Це реалізовано за допомогою бібліотеки Asio. Це дозволяє сервісу ефективно 

обробляти декілька запитів одночасно. 

Дана імплементація забезпечує гнучкість додавання нових метод для 

взаємодії з клієнтами. Також є можливість зміни існуючих. Однак, для 

збереження зворотної сумісності, рекомендується не змінювати структуру вже 

існуючих полів у JSON Schema. Це дозволить клієнтам, які ще не оновились до 

використання оновленої схеми, продовжувати свою роботу. 

 Основний шар бізнес-логіки 

 Ініціалізація 
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19. Діаграма процесу ініціалізації 

Основна логіка роботи застосунку зосереджена в одному класі 

LiveSearchAlgo. Цей клас відповідає за обробку зображень, що надходять з 

камери, генерацію їх ембедінгів за допомогою LongCLIP ViT-B/16, збереження 

цих даних та виконання семантичного пошуку за текстовим запитом 

користувача.  

Під час ініціалізації екземпляра даного класу, з використанням 

спеціалізованого інструментарію для платформи, створюються об'єкти для 

взаємодії з модулем камери та з векторним процесором. Один з них відповідає за 

взаємодією з камерою, інший за взаємодією з LongCLIP на векторному 

процесорі.  

Наступним кроком ініціалізується об'єкт для роботи з LongCLIP. З SD-

карти по вказаному в конфігурації шляху завантажуються енкодери для роботи з 

LongCLIP у форматі для роботи з векторним процесором.  Також, ініціалізується 

м’ютекс (mutex), для того, щоб забезпечити безпечний доступ до роботи з 

моделлю при одночасних викликах до неї.  

Після цього створюється екземпляр m_repository класу 

SqliteEmbeddingRepository, який відповідає за роботу з SQLite базою даних.  
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Ініціалізація завершується перевіркою наявності директорії для 

збереження файлів зображень на SD-карті за шляхом, що вказаний в 

конфігурації. Якщо така директорія відсутня, то вона створюється.  

Обробка кадрів з камери 

При старті роботи LiveSearchService запускається корутина з назвою 

frame_processor. Ця корутина виконує неперервний цикл, в якому відбувається 

отримання кадрів з камери. 

Частота генерації ембедінгів визначається константою 

FRAME_PROCESS_INTERVAL, значення якої за замовчуванням становить 150 

кадрів. Враховуючи, що камера працює з частотою 30 кадрів на секунду, то 

ембедінг буде обчислюватись кожні 5 секунд. 

 Оптимальний період між створенням ембедінгів є критично важливим. 

Обробка кожного кадру може призвести до перевантаження системи чи 

надмірного створення ембедінгів. Це може призвести, як до зупинки роботи 

застосунку, так і уповільнити процес пошуку. 

Отримані зображення зберігаються на SD-карті. Оскільки зображення з 

камери отримується в кольоровій моделі YUV воно конвертується у кольоровий 

простір RGB. 

Після цього для забезпечення потокобезпечного доступу до моделі 

LongCLIP, закривається м’ютекс. Потім обробка зображення для створення 

ембедінгу переміщується на апаратний прискорювач. Після цього м’ютекс 

відкривається.    

Потім згенерований ембедінг разом з часовою міткою, в форматі Unix 

timestamp (з точністю до мілісекунд), та шляхом до зображення зберігається в 

базі даних SQLite.  
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Рисунок 20. Діаграма обробки кадрів з камери 

Крім цього, в даній корутині кожні PRUNE_INTERVAL_FRAMES 

відбувається видалення застарілих ембедінгів та зображень. Це для того, щоб 

обмежити кількість кадрів, що зберігаються та по яким відбувається пошук. 

Завдяки цьому підтримується максимальний фіксований розмір, який може 

регулюватись за допомогою константи SEARCH_WINDOW_MINUTES. 

Пошукове часове вікно може бути відрегульоване залежно від потужностей 

процесора та розміру SD карти. 
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Рисунок 21. Діаграму очистки даних 

Семантичний пошук 

Функціонал семантичного пошуку реалізовано в методі search.  

Параметром цього методу є запит користувача у вигляді JSON об'єкта. 

(json& request).  

З цього запиту отримується поле prompt. Якщо це поле відсутнє або його 

значення є порожнім, метод завершує роботу з відповідною помилкою.  

Подібно до процесу обробки кадрів, для генерації ембедінгу тексту 

закривається м’ютекс на роботу з LongCLIP. Далі ембедінг обчислюється за 

допомогою текстового енкодера на векторному процесорі. Після отримання 

ембедінгу м’ютекс відкривається. 

Далі за допомогою репозиторію (який реалізує взаємодію SQLite та 

розширення sqlite-vec). Метою цього пошуку є знаходження в базі даних 
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ембедінгів зображень, подібних до текстового запиту, разом із шляхами до 

файлів зображень та часовими мітками. Векторний пошук виконується за 

метрикою косинусної відстані.   

 
Рисунок 22. Діаграма пошуку 

Додатково,  за допомогою константи SIMILARITY_THRESHOLD додається 

фільтр. Він дозволяє відсіяти зображення, косинусна подібність яких до запиту є 

нижчою за встановлений поріг, таким чином уникаючи включення в результат 

нерелевантних кадрів. Особливо це важливо в тих випадках, коли в базі даних 

немає близьких відповідностей.  

Результат повертається користувачу зі шляхами до файлів та їх часовими 

мітками.  

Пошук відеофрагментів 

Окрім функціоналу семантичного пошуку зображень, на пристрої 

паралельно може функціонувати сервіс, відповідальний за відеозапис. 

У такому випадку, цей сервіс відеозапису може зберігати короткі 

відеофрагменти на SD-карті та відповідні записи для них в SQLite базі даних. 
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Оскільки кожне оброблене зображення в застосунку має свою часову мітку 

створення, ця інформація може бути використана для зіставлення результатів 

семантичного пошуку зображень по тексту із відеофрагментами.   

Тоді, якщо знайдене за текстовим запитом зображення відповідає 

відеофрагменту, може бути надано додатково шлях до нього.  

При цьому, якщо декілька зображень належать до одного й того 

відеофрагменту, користувачеві буде повернуто шлях на відеофрагмент лише 

один раз, щоб уникнути дублювання.   

 

Рисунок 23. Діаграма пошуку рекордингів 

3.5. Шар бази даних та покращення продуктивності пошуку 

Наступним шаром є рівень зберігання даних, реалізований в класі 

SqliteEmbeddingRepository, який використовує SQLite. Він надає інтерфейс для 

створення та взаємодії з базою даних.  

В першій ітерації розробки застосунку використовувався SQLite без 

векторного пошуку. В базі зберігалися: часова мітка, ембедінг у форматі BLOB 

та шлях до зображення. (Рис 24) 
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Рисунок 24. Запити створення таблиці та індексу 

Для здійснення пошуку було реалізовано цикл. В кожній ітерації циклу з 

бази даних отримувався пакет (батч) збережених записів ембедінгів кількістю 

DB_SEARCH_BATCH_SIZE. 

Якщо часовий діапазон пошуку не було задано за допомогою параметрів 

from та to, то пошук виконувався за усіма записами в базі даних. Підхід з 

отриманням записів невеликими пакетами був потрібний через обмежені ресурси 

пристрою, що обмежує обробку всіх записів одночасно.  

Отримані з бази даних ембедінги почергово зіставлялися з ембедінгом 

текстового запиту користувача за допомогою косиносної подібності. Якщо 

значення було більше за встановлений поріг встановлений константою 

SIMILARITY_THRESHOLD, то шлях до відповідного зображення додавався до 

списку результатів.  

 
Рисунок 25. Діаграма пошуку повним скануванням 

 

Оптимізація пошуку за допомогою sqlite-vec 
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Підхід, що базується на повному переборі всіх записів у базі даних та їх 

порівнянні з ембедінгом запиту в шарі бізнес-логіки, є неефективним при роботі 

з великою кількістю ембедінгів.   

Оскільки застосунок повинен підтримувати пошук в часовому вікні до 

тижня, або й більше, то кількість записів в базі даних значно зростає. В такому 

випадку при періодичності збереження ембедінгів у 5 секунд, пошук буде 

виконуватись серед 120 960 записів. Повне сканування такого обсягу даних є 

занадто повільним для забезпечення прийнятного часу виконання пошуку.  

Для оптимізації цього процесу було інтегровано розширення sqlite-vec, що 

реалізує векторний пошук.  

Це легковагове розширення для SQLite, яке додає можливість зберігати та 

шукати вектори безпосередньо в базі даних без додаткових зовнішніх 

залежностей. Воно призначене для роботи на будь-яких платформах, де 

запускається SQLite, включно з вбудованими пристроями з обмеженими 

ресурсами. Наприклад, автор розширення продемонстрував його роботу на 

Raspberry Pi Zero[34].  

Існує велика кількість СКБД, які підтримують векторний пошук. Хоча 

векторний пошук як такий  чудово підходить для задачі застосунку, пошуку 

існуючих ембедінгів зображень за ембедінгом текстового запиту, більшість 

СКБД мають великий функціонал, але потребують значних обчислювальних 

ресурсів та пам’яті. Масштабні векторні бази даних можуть займати сотні 

мегабайтів, потребують налаштування кластеру чи контейнера. На відміну від 

них  sqlite-vec немає цих недоліків і чудово підходить для вбудованих пристроїв..  

Для таблиці з векторними ембедінгами створюється віртуальна таблиця. 

При вставці векторів sqlite-vec створює внутрішні допоміжні таблиці, які 

оптимізують операції вставки (INSERT), оновлення (UPDATE) і видалення 

(DELETE) даних.  

Швидкий і точний  пошук виконується за допомогою методу k-

найближчих сусідів. 
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Розширення підтримує кілька метрик відстані: евклідову, манхеттенську та 

косинусну.  

У даному випадку застосовувалась косинусна відстань. Цю метрику можна 

вказати за допомогою DISTANCE_METRIC=cosine (Рис 26) під час створення 

таблиці.   

 
Рисунок 26. Створення віртуальної таблиці для векторного пошуку 

sqlite-vec підтримує представлення векторів у форматі масиву float32, int8 

та bit. Для застосунку використовувався масив float[512]. Для пришвидшення 

пошуку можливо здійснити квантування вектору та зберегти його в масиві int8. 

Це може пришвидшити пошук, проте  може суттєво погіршити результати 

пошуку. Тому квантування не використовувалось на користь вищої точності 

пошуку.  

Для пошуку використовується SQL-запит з оператором MATCH, де 

вказується вектор для порівняння, та обмежується кількість результатів за 

допомогою параметра k. (Рис 27) 

 
Рисунок 27. Запит для векторного пошуку 
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Також є можливість виконувати пошук за потрібною метрикою без її 

декларації при створенні віртуальної таблиці. Це здійснюється за рахунок 

попарного порівняння. Проте цей спосіб суттєво повільніше, ніж пошук з 

використанням індексу.  

  
Рисунок 28. Запит векторного пошуку за допомогою попарного порівняння.  

Отже, інтеграція sqlite-vec дозволила суттєво пришвидшити пошук та 

спростити його реалізацію в коді, замінивши повний перебір на рівні бізнес-

логіки на ефективний запит до  бази даних. 

 
Рисунок 29. Діаграма пошуку за допомогою sqlite-vec 

 

Порівняння продуктивності повного сканування та векторного 

пошуку 

З метою кількісної оцінки переваг  семантичного пошуку з інтеграцією 

sqlite-vec було проведене порівняльне тестування з повним скануванням. 

Тестування полягало у вимірюванні часу виконання пошукового запиту для 

кожного з підходів при поступовому збільшенні кількості ембедінгів в базі 

даних. Тестування проводилось на базі, яка має від 1000 ембедінгів до 500000. 

Результати тестування показали, що векторний пошук є суттєво швидшим, 

особливо на великих кількостях векторів.  
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Рисунок 30. Діаграма результатів порівняння  

Так, якщо для 10000 векторів різниця у часі є відносно невеликою (10 мс), 

то вже для 100000 векторів вона стає суттєвою:  2408 мс для векторного пошуку 

проти 22503 мілісекунд для повного сканування. А на 500 тисячах векторів, це 

вже 15737 мс проти 144117 мс, що становить різницю у понад 2 хвилини. Це 

показує майже десятикратне прискорення на значних обсягах даних. (Рис 30) 

 
Рисунок 31. Порівняння кратності виграшу в швидкодії на різних розмірах бази даних.  

Таке значне скорочення часу пошуку є важливим для швидкодії 

застосунку, особливо, якщо він здійснюється за великий часовий проміжок. Це 

покращує користувацький досвід, як з точки зору швидкості виконання запитів, 

так і з точки зору часового проміжку який може підтримуватись. Так, при 

створенні ембедінгу кожні 5 секунд, система може підтримувати пошук близько 

місяця, і мати час на виконання пошуку біля 15-и секунд. 
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 Крім того, це суттєво знижує навантаження на систему, оскільки мінімізує 

ймовірність одночасного виконання декількох ресурсоємних операцій. 

Наприклад, паралельного пошуку та генерації нових ембедінгів або виконання 

кількох пошукових запитів одночасно.  

Таким чином, результати тестування підтверджують, що інтеграція sqlite-

vec забезпечує високу продуктивність та масштабованість пошуку порівняно з 

методом повного сканування.  
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Висновки 

В рамках даної роботи було проведено теоретичний огляд візуально-

мовних моделей, методи їх оптимізації для кращої швидкодії та розглянуто  

сучасні вбудовані пристрої разом з перевагами обчислень на них.  

Проведено порівняння продуктивності моделей контрастивного навчання, 

таких як CLIP ViT-B/16, TinyCLIP ViT8-M16 та LongCLIP ViT-B/16 на задачі 

семантичного пошуку зображень по текстовому опису на вбудованому пристрої 

без апаратного прискорення.  

Результати експериментів показали, що LongCLIP має найкращу точність 

пошуку, а TinyCLIP має найкращу продуктивність, показуючи в 9-12 кращу 

швидкодію. Всі моделі під час експериментів обчислювали ембедінги зображень 

та тексту в межах секунди.  

Проведені експерименти з динамічним квантуванням цих моделей в INT8. 

Для CLIP та LongCLIP час виконання значно скоротився, проте зниження 

точності було суттєвим (на Recall@1 більше 10%). Для TinyCLIP прискорення 

становило 40-50% майже без втрати точності пошуку.  

Спроектовано та реалізовано застосунок для вбудованої платформи з 

апаратним прискорювачем на базі SoC Ambarella CV75S. Розроблений 

застосунок дозволяє здійснювати семантичний пошук візуальної інформації з 

камери (кадрів та відеофрагментів) за текстовим запитом користувача. Для 

застосунку була обрана та адаптована під пристрій модель LongCLIP, оскільки 

вона показала найкращу точність.    

Для оптимізації пошуку було порівняно базовий підхід з повним 

скануванням SQLite бази даних та векторним пошуком за допомогою 

розширення sqlite-vec. Використання розширення дозволило прискорити пошук 

в 10 разів (на 100 тисячах записів) порівняно з базовим підходом з повним 

сканування, що забезпечило масштабованість системи.  
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Розроблене рішення ефективно використовує ресурси пристрою з 

апаратним прискорювачем та використовує переваги обчислень на вбудованих 

платформах. Воно працює автономно без з'єднання з мережею, зберігає всі дані 

пристрої та виконує всі обчислення на ньому.  
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