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Анотація 

Ця курсова робота присвячена аналізу та застосуванню згорткових 

нейронних мереж для задачі сегментації супутникових зображень лісових 

покривів. Метою роботи є розробка та тренування моделі CNN, яка здатна 

ефективно аналізувати супутникові дані для моніторингу стану лісів. В 

роботі порівнювалися три різні конфігурації моделі SegNet: базова модель 

без переносу навчання, модель з переносом навчання без заморозки ваг, та 

модель з переносом навчання із заморозкою ваг. Такий підхід дозволив 

виявити найефективнішу стратегію для задачі сегментації. 

Для досягнення поставлених цілей було використано переднавчені 

мережі та методики глибокого навчання, що дозволили значно скоротити час 

тренування моделей і підвищити їх точність. Оптимізація моделей 

проводилася. 

Ключові слова: згорткові нейронні мережі, SegNet, перенос навчання, 

супутникові зображення, класифікація лісових покривів, машинне навчання. 
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Вступ 

З розвитком технологій зображень та відео, виникає потреба у розробці 

ефективних алгоритмів, які здатні точно та швидко розпізнавати об'єкти та 

образи на зображеннях. Станом на 2024 рік, CNNs – Convolutional Neural 

Networks є одними з найефективніших і найпопулярніших інструментів для 

подібних задач, особливо у великих наборах даних з великою кількістю 

класів. Їх успішне використання в таких областях, як комп'ютерний зір та 

медичне зображення, свідчить про потенційні можливості розвитку цих 

мереж у величезній кількості різноманітних напрямів. 

 

Одним з таких напрямів є моніторинг стану лісів. Проблема незаконної 

вирубки лісів, навала шкідників, проблеми через зміну клімату дуже сильно 

зменшують популяцію лісів України. Неспроможність оперативно і якісно 

оцінити зміни розміру і форми лісового покрову призводить до проблем з 

швидким втручанням в ці процеси. Використання технологій CNN у даній 

сфері дає змогу забезпечити швидкий і точний аналіз великих обсягів даних, 

що неможливо досягти традиційними методами. 

 

Мета цієї курсової роботи полягає в розробці моделі CNN, 

спеціалізованої на аналізі супутникових зображень для виявлення змін у 

лісових покривах та аналізі її ефективності, задля демонстрації можливостей 

і перспектив даної технології. Основні завдання включають в себе ретельний 

аналіз принципів CNN, вибір доцільної архітектури, її адаптацію для 

конкретних потреб екологічного моніторингу, тренування моделі на 

релевантних даних, а також оцінку її точності та аналіз впливу різних 

факторів на ефективність розпізнавання. 

 

Об'єктом дослідження є лісові території, зображення яких отримано за 

допомогою супутників, а саме Sentinel-2A. Для досягнення цієї мети будуть 
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використані математичні методи аналізу, експериментального дослідження 

та комп'ютерного моделювання. 

 

Ця робота спрямована на поглиблення розуміння можливостей 

застосування CNN та на вдосконалення алгоритмів розпізнавання образів. 

Впровадження запропонованого методу може забезпечити нові можливості 

для реальних застосувань у галузях, де точне та своєчасне розпізнавання змін 

на земній поверхні є критично важливим, та також буде чудовим показником 

спектру можливостей технологій CNN. 
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Розділ 1: Основи згорточних нейронних мереж 

1.1 Коротка історія архітектури CNN 

 

Згорточні нейроні мережі вперше були описані в 1980 Куніхіко 

Фукішимою [1], як архітектура нейронної мережі для розпізнавання образів, 

на яку не впливають зміна позиції об’єктів на зображенні. Ця рання модель, 

відома як "Neocognitron", стала фундаментом для розвитку сучасних CNN, 

які застосовуються у широкому спектрі задач комп’ютерного зору. 

Neocognitron була представлена як багатошарова архітектура, де кожен 

шар містив два типи основних елементів: S та C клітини. S-клітини 

фільтрували вхідне зображення для виявлення специфічних особливостей, 

таких як краї або кути. C-клітини ж зменшували розмір даних та зберігали 

лише найбільш важливі особливості, таким чином досягаючи стійкості 

зображення до невеликих зміщень та варіацій. Фукішима надихався 

роботами Девіда Х’юбела та Торстена Візеля по дослідженню оптичного 

апарату ссавців[2]. Так і з’явилася його ідея використання S та C клітин, що в 

подальшому переростуть у згортки (convolutions) та пулінг (pooling). 

Схематичне зображення архітектури Neocognitron показано на Рисунку 1.1. 

 

 

Рисунок 1.1 – Схематичне зображення моделі Neocognitron, взяте з 

оригінальної статті. U0 – вхідний шар, Usx – S-клітини, Ucx – C клітини 

 

Згодом, у 1990-х роках, Ян Ле Кун разом зі своєю командою значно 

розширив концепцію згорткових нейронних мереж, створивши LeNet-5 [3] 

для розпізнавання рукописних цифр. Особливістю LeNet-5 була її здатність 
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ефективно обробляти двовимірні зображення, що робило її ідеальною для 

використання в задачах комп'ютерного зору. Архітектура цієї моделі 

показана на Рисунку 1.2. 

 

 

Рисунок 1.2 – Архітектура моделі LeNet-5 

 

Однією з найважливіших моделей, яка підняла згорткові нейронні 

мережі на новий рівень, стала AlexNet [4] представлена Олексієм 

Кріжевським та його командою у 2012 році. AlexNet значно підвищила 

точність розпізнавання зображень у змаганні ImageNet [5] Архітектура 

AlexNet включала наступні нововведення: використання ReLU [6] як 

активаційної функції замість традиційного sigmoid [7], що дозволило 

прискорити навчання мережі та впровадження нормалізації відповідей 

місцевих шарів для покращення конвергенції під час тренування. Ці 

нововведення зробили значний вплив на подальше проєктування нейронних 

мереж. 

 

 

Рисунок 1.3 – Схема архітектури AlexNet 
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За AlexNet послідувала розробка моделей, які мали все глибшу і 

глибшу структуру. Наприклад, VGG-16 [8] розроблена в Оксфордському 

університеті, вирізнялася своєю одноманітністю, використовуючи багато 

однакових шарів згортки з дуже малим розміром фільтрів (3x3), що 

дозволяло побудувати глибші мережі з покращеною здатністю до 

класифікації. Схема цієї архітектури відображена на Рисунку 1.4. 

 

 

Рисунок 1.4 – Схема архітектури VGG-16 

 

Також важливим став розвиток архітектур з використанням модулів, 

які можуть повторюватись, що сприяло більшій гнучкості у створенні мереж. 

Прикладом такого підходу є Inception модель (або GoogleNet) [9], що 

використовує модулі, названі "інцепційними блоками", які дозволяють 

мережі вибрати оптимальну операцію згортки для кожного шару без 

значного збільшення обчислювального навантаження. Схема цієї моделі 

показана на Рисунку 1.5. 
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Рисунок 1.5 Схема архітектури моделі GoogleNet 

 

В усіх цих моделях прямо помітна тенденція на збільшення кількостей. 

Наприклад, архітектура ResNet [10] використовує так звані "стрибкові 

з'єднання", що дозволяє сигналам обходити один або декілька шарів, що 

дозволяє створювати моделі з неможливою до цього кількістю шарів. 

Прогрес розвитку технологій CNN добре видно на результатах тестування 

моделей на наборі даних ImageNet. З кожним роком результат стає помітно 

кращим, це добре видно на Рис., що відображає прогрес в даній сфері. 

 

Рисунок 1.6 – Відсоток помилок різних моделей на наборі даних 

ImageNet у різні роки [11] 

 

1.2 Основні компоненти CNN 

 

У цьому розділі буде розглянуто основні компоненти, з яких 

складаються більшість згорточних нейронних мереж, включаючи ті, що були 

описані в попередньому розділі.  
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Повнозв'язний шар є стандартним компонентом багатьох типів 

нейронних мереж, включаючи згорткові нейронні мережі (CNN). Цей шар 

грає ключову роль у комбінуванні виявлених особливостей, що зазвичай 

використовуються для визначення виводів на вищому рівні. Повнозв'язний 

шар складається з нейронів, кожен з яких має зв'язок з усіма активаціями 

попереднього шару. Це означає, що кожен нейрон у повнозв'язному шарі 

виконує ваговану суму вхідних даних, які потім модифікуються за 

допомогою функції активації. Детально математичний принцип роботи 

повнозв’язного шару показаний у формулі (1.1). 

 

                                             𝑦𝑖 = 𝑓(𝛴𝑗(𝜔𝑖𝑗𝑥𝑗 + 𝑏𝑖)),                                    (1.1) 

 

де wij — вага, що з'єднує j-ту вхідну одиницю з i-тим вихідним 

нейроном, 

xj — j-тий елемент вектора вхідних даних, 

bi — зміщення для i-того вихідного нейрону, 

f — функція активації, про неї написано нижче. 

 

На Рисунку 1.7 схематично зображена нейронна мережа яка 

складається лише з повнозв’язних шарів. 
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Рисунок 1.7 – Зображення нейронної мережі яка складається лише з 

повнозв’зних шарів 

 

Згортковий шар є фундаментом для будь-якої саме згорточної 

нейронної мережі. Він використовує матриці, звані фільтрами або ядрами, які 

проходять по вхідному зображенню або функції карти для виявлення 

особливостей, таких як краї, текстури або форми. Ці фільтри застосовуються 

через операцію, звану згорткою, де вхідні дані та фільтри комбінуються за 

допомогою елементарного множення та сумування. Приклад роботи 

згорточного ядра зображений на Рисунку 1.8. Результат роботи згорточного 

шару називають карта активації. 

 

 

Рисунок 1.8 – Приклад роботи згорточного ядра. 0 ⋅ 0 + 1 ⋅ 1 + 3 ⋅ 2 +

4 ⋅ 3 = 19 

 

При застосуванні згорток варто розуміти що таке страйд та падінг. 

Страйд – ширина кроку з яким фільтр переміщується по зображенню. 

Більший страйд зменшує розмір вихідного зображення. Падінг 

використовується для додавання нулів навколо країв зображення, щоб 

дозволити ядру фільтра обробляти краї зображення. 

Не менш важливим компонентом є пулінговий шар. Пулінгові шари 

використовуються для зменшення розмірів карти активацій, зберігаючи при 

цьому найважливішу інформацію. Це допомагає зменшити обчислювальну 

складність і кількість параметрів моделі, а також контролює перенавчання. 

Найпоширенішими типами пулінгу є Max pooling та Average pooling. Max 

pooling вибирає максимальне значення з кожної підобласті вхідної карти 

активацій. Average pooling обчислює середнє значення кожної підобласті. На 

рис. На Рисунку 1.9 зображено приклади роботи Max pooling, Average pooling 

працює аналогічно, проте замість максимального значення в зазначеній 

області, видає середнє. 
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Рисунок 1.9 – Принцип роботи Max pooling 

 

Аналогічно до згорточних шарів, до шарів пулінгу можна 

застосовувати страйд та падінг. 

Функції активації теж необхідний елемент для згорточних мереж. Вони 

вводять нелінійності в модель, що дозволяє CNN помічати складніші образи 

в даних. Деякі з популярних функцій активації включають ReLU, sigmoid та 

tanh [7]. В експерименті була застосована функція ReLU, тому принцип її 

роботи записаний у формулі (1.2). 

 

                                               f(x)=max(0,x),                                             (1.2) 

 

де x – вхідне число. 

 

Останнім компонентом, який є ключовим і буде використаний в роботі 

це софтмакс шар. Він є важливим компонентом у багатьох архітектурах 

згорткових нейронних мереж, особливо в задачах класифікації та сегментації. 

Цей шар зазвичай розміщується на самому кінці мережі, передбачаючи 

ймовірність належності вхідних даних до кожного з класів. Софтмакс шар 

перетворює вихідні значення повнозв'язних шарів чи інших елементів мережі 

в ймовірності, які є розподіленими по всіх класах. Він працює з 

застосуванням софтмакс функції [7], яка описана у формулі (1.3). 

 

                                         𝜎(𝑧𝑖) =
ⅇ𝑧𝑖

∑ ⅇ
𝑧𝑗

𝑘

𝑗=1

 ,                                              (1.3) 

 

де  z — вектор з вихідних значень для кожного класу, 

zi — вихідне значення для i-го класу, 
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K — кількість класів, 

e — експонента. 

 

1.3 Вибір архітектури CNN для експерименту 

 

Як було зазначено у вступі, мета цієї роботи є створення згорточної 

мережі яка б допомагала моніторити стан лісів, а саме їх розмір та форму. Це 

задача сегментації, отже модель повинна мати відповідну архітектуру. Для 

експерименту була використана модель SegNet [12] без змін в архітектурі у 

порівнянні з оригінальною статтею. Модель складається з двох компонент – 

кодувальника та декодувальника. Це так називаєма encoder-decoder 

архітектура, що дозволяє глибоко аналізувати і реконструювати зображення, 

забезпечуючи високу точність сегментації, що особливо важливо для 

визначення розташування лісових покривів. На Рисунку 1.10 зображена 

схема цієї архітектури.  

 

 

Рисунок 1.10 – Схематичне зображення архітектури SegNet з 

оригінальної статті.  

 

У неї декілька особливостей, що роблять її унікальною. Перша це те, 

що вона є повністю згортковою мережею, у ній зовсім нема повнозв’язних 

шарів. Це робить архітектуру ефективною, при цьому з використанням 

відносно невеликої кількості параметрів. Навіть якщо порівнювати з VGG-16, 

у якого приблизно 138 мільйонів параметрів, у SegNet їх всього приблизно 29 

мільйонів.  

Друга особливість цієї архітектури, це використання індексів пулінгу з 

кодувальника в декодувальник, для точної реконструкції вхідного 

зображення. Це дозволяє мережі більш точно відновлювати геометрію 
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вхідних зображень після сегментації, зберігаючи при цьому значні деталі та 

контури об'єктів. Така здатність критично важлива при роботі зі складними 

ландшафтами, де точне розмежування об'єктів може бути ключовим для 

ефективного аналізу лісових покривів та інших природних ресурсів. Цей 

механізм зображений на Рисунку 1.11. 

 

 

Рис 1.11 – Зображення принципів передачі індексів при пулінгу з 

підвищенням вибірки 

 

Завдяки таким особливостям, ця архітектура дуже добре показує себе в 

задачах сегментації, при цьому залишаючись відносно легкою моделлю. На 

наборі даних CamVid [13] ця модель показує глобальну точність в 90.4%, що 

є дуже хорошим результатом. Через це дана архітектура була обрана як 

модель для експерименту з сегментації супутникових даних. В Додатку А 

продемонстрований код архітектури цієї моделі. 
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Розділ 2: Вибір інструментів та технологій 

2.1 Вибір інструментів для реалізації проєкту 

 

Робота зі згорточними нейронними мережами для аналізу 

супутникових зображень вимагає використання спеціалізованих програмних 

бібліотек та інструментів. Цей розділ надає огляд основних інструментів, які 

можуть бути використані для підготовки даних, моделювання та аналізу 

результатів. 

Як основну мову програмування в проєкті вибрано Python [14], через 

велику кількість бібліотек написаній цією мовою направлених на роботу як з  

машинним навчанням в цілому, так і зі згорточними мережами. Далі описані 

основні бібліотеки використані для реалізації проєкту. 

PyTorch [15]: Ця відкрита бібліотека машинного навчання є однією з 

найпопулярніших серед дослідників завдяки своїй гнучкості та широкому 

функціоналу.  

Torchvision [16]: Це доповнення до PyTorch, що спеціалізується на 

завантаженні та обробці зображень для комп’ютерного зору. Torchvision 

надає готові до використання модулі та вже навчені моделі, що можуть 

значно прискорити розробку та впровадження CNN для аналізу 

супутникових зображень. 

Rasterio [17]: Цей інструмент заснований на бібліотеці GDAL і 

спрямований на роботу з геопросторовими растровими даними. Rasterio 

дозволяє легко читати, записувати та обробляти геопросторові файли, у яких 

зберігаються супутникові дані. 

Scikit-learn [18]: Хоча ця бібліотека зазвичай асоціюється з класичним 

машинним навчанням, вона також надає важливі утиліти для метрик 

оцінювання, які можуть бути використані для тестування та валідації 

моделей. 

Окремо треба виділити програмне забезпечення QGIS [19],  та його 

інтегрованими з Python бібліотеками. Він може використовуватися для 

візуалізації та обробки геопросторових даних, що є ключовою частиною 

обробки даних для цього проєкту.  
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Розділ 3:  Підготовка до тренування CNN для аналізу лісових 

покривів 

3.1 Вибір і збір даних: супутникові знімки 

 

Зважаючи на вибір мети експерименту, а саме у виявлені лісових 

покровів за допомогою супутникових даних, є сенс розглянути основні 

критерії вибору джерела даних для навчального і тестового набору даних.  

Перш за все, варто звернути увагу на просторову роздільність вхідного 

зображення. Цей параметр визначає деталізацію зображення. Висока 

просторова роздільна здатність необхідна для точного виявлення лісових 

покровів, особливо в регіонах з великою кількістю малих фрагментів лісу або 

змішаних ландшафтів. Супутникові системи, такі як Landsat 8 [20] або 

Sentinel-2 [21], пропонують зображення з просторовою роздільністю від 10 до 

100 метрів, що дає змогу користувачу обрати на скільки точне йому потрібне 

зображення. На Рисунку 3.1 показана різниця між просторовою роздільністю 

10м на піксель, 20м та 60м. 

 

 

Рисунок 3.1 – Порівняння різних просторових роздільностей. (a) – 10м, 

(б) – 20м, (в) – 60м 

 

Також схожі супутникові системи пропонують різний набір 

спектральних діапазонів зображення, проте ми зосередимося на RGB спектрі. 

Також при зборі даних з оптичних супутників, таких як Sentinel-2 варто 

звертати увагу на кількість хмар на зображення. Для експерименту були 

відібрані знімки, в яких відсоток хмар не перевищував 3%. 
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Остання важлива характеристика це дата супутникового знімка. З 

часом ліси міняють форму і розміри, тому треба підібрати дані таким чином, 

щоб вхідні дані та анотовані дані були з приблизно одного часового періоду. 

Взявши до уваги усі ці критерії, було зібрано набір даних з наступними 

характеристиками: 

1) Просторова роздільність 10 метрів 

2) Спектр зображення вибраний як RGB, тобто видимий спектр 

3) Відсоток хмар на знімках не перевищував 3% 

4) Дата усіх знімків лежить в діапазоні Січень-Березень 2022 

5) Знімки взяті з інтернет-порталу супутника Sentinel-2 [29] 

На Рисунку 3.2 зображено кордони України та сусідніх держав та 

супутникові знімки, які будуть використовуватися для експерименту. 

Блакитним контуром виділені знімки які будуть використовуватися для 

оцінки роботи моделі. Всі інші ділянки були використані для навчання 

моделі. Загальна площа завантажених зображень дорівнює 232033.89 км2. 

 

 

Рисунок 3.2 – Супутникові знімки використані в експерименті. 

Блакитними прямокутниками на західній частині України відмічено ділянки, 

використані для оцінки роботи алгоритму. 

 

Дані були розбиті на дві вибірки – навчальну та тестову для того, щоб 

розуміти як добре модель може навчатися і далі застосовуватися на реальних 

даних. Площа тестової вибірки складає 20050.32 км2, що складає близько 8.6 

відсотків від усіх даних. Загальноприйнятий стандарт це 5-20 відсотків. 

Тренувальна ж вибірка будувалася так, щоб покрити усі основні види 
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ландшафту України – від поліських лісів до степів центральної України та 

деяких великих міст, таких як Київ. 

 

3.2 Попередня обробка та анотація даних 

 

Обрана модель для експерименту – SegNet, вимагає попереднього 

навчання перед використанням, тому окрім вхідних супутникових даних 

потрібні анотовані зображення з сегментацією зображень. Для цієї мети був 

використаний ESA WorldCover-2021 10m [22], що являє собою набір даних з 

просторовою роздільністю 10 метрів, розбитий на різні класи, в тому числі на 

клас лісового покрову, який нас цікавить. Анотація зроблена на даних 31 

Грудня 2021 року, тому вони є актуальними до супутникових даних, які були 

використані в проєкті. На Рисунку 3.3 показані зображення зі супутника 

Sentinel-2 в RGB спектрі з просторовою роздільністю 10 метрів та 

відповідний анотований знімок з ESA WorldCover-2021. 

 

 

Рисунок 3.3 – (а) – супутниковий знімок, (б) – карта лісових покривів 

 

Архітектура моделі SegNet передбачає кодувальник, який має 

аналогічну архітектуру до VGG-16 (без повнозв’язних шарів), для якого 

існують вже навчені параметри на наборі даних ImageNet. Для того, щоб 

максимально використати ці готові ваги, є сенс нормалізувати вхідні дані до 

аналогічних з ImageNet параметрів середнього та дисперсії по усім каналам, 

та розбити їх на окремі знімки розміром 3x224x224, де 3 – кількість вхідних 
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каналів, а саме RGB, 224x224 – розмір зображення. В наборі даних ImageNet 

відповідні середні значення по каналах це 0.485, 0.456, 0.406. Відповідні 

значення дисперсії 0.229, 0.224, 0.225. Саме до таких параметрів і розмірів 

був переведений вхідний набір даних. Відповідні анотовані зображення були 

лише обрізані до потрібних розмірів. Додатково на зображеннях були 

застосована техніка аугментації зображень, а саме випадкові повертання 

зображень та випадкові віддзеркалення по горизонталі та вертикалі. 

Результат аугментацій даних продемонстрований на Рисунку 3.4. 

 

  

Рисунок 3.4 – Результат аугментації даних з використанням повороту 

та віддзеркалення 

 

3.3 Використання переднавчених мереж і їх адаптація 

 

Як уже було зазначено, кодувальник моделі SegNet повторює 

структуру моделі VGG-16, але без повнозв’язних шарів, тому можна 

використовувати готові параметри VGG-16 навчені на наборі даних 

ImageNet. Використання вже навчених ваг є частою практикою у глибинному 

навчанні, відомою як передача навчання. Цей підхід дозволяє значно 

прискорити процес навчання нових моделей та покращити їхню 

ефективність, особливо коли доступ до великих масштабів анотованих даних 

обмежений.  

В наборі даних ImageNet станом на 2017 понад 14 мільйонів зображень 

та 21 тисяча класів, усі проанотовані в ручну. Використовуючи ваги з моделі, 

навченої на такому великому наборі даних, можна використовувати 

накопичене цією моделлю розуміння загальних особливостей зображень. 
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Ще однією технікою переносу навчання є використання переднавчених 

ваг кодувальника моделі та їх подальша заморозка. Таким чином, у процесі 

навчання, лише декодувальник буде навчатися і міняти параметри, 

покращуючи видобування результатів з виокремлених кодувальником ознак. 

Кодувальник же залишається незмінним, оскільки він вже навчений на 

величезному наборі даних. У цій роботі буде продемонстрований процес 

переносу навчання та аналіз його переваг та недоліків. 
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Розділ 4: Реалізація та тестування моделі CNN 

4.1 Аналіз набору даних 

 

Перед початком тренування, окрім попередньої обробки вхідних даних, 

варто подивитися на розподіл класів тренувальної вибірки, адже це може 

вплинути на результати навчання. Оскільки ми проводимо сегментацію лише 

по двох класам (не ліс та ліс), то надалі будемо називати їх клас 0 та клас 1 

відповідно. У Таблиці 4.1 показаний розподіл класів в тренувальному наборі 

даних. 

 

Клас 0 (не ліс) Клас 1 (ліс) 

15.939e+08 5.2595e+08 

Таблиця 4.1 – Розподіл класів на тренувальному наборі даних. Одиниця 

виміру – пікселі. 

 

Співвідношення класів дорівнює приблизно 3.03 до 1, що не є 

збалансованим набором даних. Відповідно, при навчанні, модель буде більше 

уваги приділяти класу 0, що вплине на якість сегментації. Для вирішення цієї 

моделі є кілька варіантів дій: 

1) Урізка навчальної вибірки, щоб збалансувати набір даних. Цей варіант, по-

перше, не є дуже зручним у випадку сегментації зображень, адже доведеться 

шукати зображення де класу 0 значно більше ніж класу 1 і видаляти їх з 

вибірки, і при цьому вести постійний облік розподілу класів на 

залишившихся зображеннях, а по-друге, зменшення навчальної вибірки може 

призвести до поганого моделі і поганих результатів сегментації. 

2) Збільшення навчальної вибірки, щоб збалансувати набір даних 

шляхом дублювання окремих елементів чи створення синтетичних даних на 

основі тих, що вже є. Це доволі непоганий варіант, проте його використання 

значно збільшить кількість даних для навчання, що відповідно збільшить час 

навчання моделі, що теж є проблемою, адже, як буде зазначено далі, повний 

цикл навчання такої моделі займає приблизно 3 години на дуже потужній 

відеокарті NVIDIA A100 [23]. 

3) Зміна коефіцієнтів на функції втрат. Цей підхід включає 

модифікацію функції втрат таким чином, щоб більше "ваги" надавалося 

помилкам на менш представлених класах. Наприклад, можна 

використовувати вагові коефіцієнти для класів у функції втрат, такі як вагові 
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коефіцієнти 3.03  для класу 1 і коефіцієнт 1 для класу 0, що дозволить 

зменшити упередженість моделі до більш представленого класу і сприятиме 

кращому навчанню на менш численному класі. 

Серед цих варіантів оптимальним буде третій, адже він не впливає 

негативно на якість навчання зменшенням навчальної вибірки та не збільшує 

обчислювальну складність навчання, яка і без того доволі велика. 

Провівши аналогічний аналіз співвідношення класів в тестовому 

розподілі, отримуємо співвідношення приблизно 2.68 до 1, що теж не є 

збалансованим набором даних. Більш детально це показано в Таблиці 4.2. 

 

Клас 0 (не ліс) Клас 1 (ліс) 

14.490e+07 5.4095e+07 

Таблиця 4.2 – Розподіл класів на тестовому наборі даних. Одиниця 

виміру – пікселі 

 

У випадку тестового розподілу, нема сенсу проводити зменшення чи 

збільшення обсягу даних, так само можна додати корегуючі ваги до функції 

втрат. Для більш точного аналізу результатів, на етапі тестування варто 

проводити не лише загальний аналіз точності, а ще й рахувати покласові 

метрики точності. Таким чином можна більш об’єктивно оцінити результат 

навчання моделі, навіть використовуючи не збалансований навчальний набір 

даних. 

 

4.2 Конфігурація архітектури мережі 

 

Для вивчення ефективності різних підходів до тренування згорткових 

нейронних мереж у задачах сегментації, експеримент включав три різних 

конфігурації моделі SegNet. Кожна конфігурація мала на меті оцінити вплив 

переносу навчання та стратегії управління вагами на ефективність моделі в 

умовах сегментації супутникових зображень лісових покривів. 

Перша конфігурація — це базова модель SegNet, яка навчалася "з 

нуля". Цей підхід не використовує жодних ваг, навчених з інших даних, що 

дозволяє оцінити, наскільки ефективною може бути архітектура SegNet без 

допомоги перенесення знань з інших задач. Код цієї архітектури зазначений в 

додатку А. 
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Друга конфігурація включала використання ваг кодувальника, 

отриманих з навченої моделі VGG-16 на наборі даних ImageNet. У цій 

конфігурації ваги кодувальника залишалися незамороженими, що дозволяло 

їм адаптуватися до специфіки супутникових зображень протягом процесу 

навчання. Це давало змогу оцінити, наскільки ефективно може бути 

використання переднавчених моделей, які далі адаптуються до нових задач. 

Щоб отримати цю конфігурацію, код першої конфігурації був зімінений 

наступним чином — додається завантаження параметрів VGG-16 (Рисунок 

4.1) і далі кожен шар моделі ініціюється цими пармаетрами (Рисунок 4.2). 

 

 

Рисунок 4.1 — завантаження параметрів моделі 

 

 

Рисунок 4.2 — присовоєння шарам моделі відповідних параметрів 

 

Третя конфігурація також використовувала ті самі переднавчені ваги 

кодувальника, але з однією ключовою відмінністю: ваги кодувальника були 

заморожені, тобто вони не змінювалися під час тренування. Це дозволяло 

оцінити вплив фіксованих особливостей, навчених на інших даних, на 

здатність моделі адаптуватися до задачі сегментації без ризику їх втрати 
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через надмірну адаптацію. Щоб її отримати, до другої конфігурації доданий 

код, продемострований на Рисунку 4.3. 

 

 

Рисунок 4.3 — заморозка ваг кодувальника 

 

4.3 Техніки оптимізації та коригування ваг 

Для ефективного навчання мережі SegNet вибрано оптимізатор Adam 

[24], який відомий своєю здатністю швидко збігатися та ефективності на 

різноманітних задачах глибокого навчання. Adam комбінує переваги двох 

інших оптимізаторів: AdaGrad [25] та RMSProp [26]. Він адаптує швидкість 

навчання для кожного параметра індивідуально, що дозволяє досягнути 

більш стабільної конвергенції.  

Принцип роботи оптимізатора Adam базується на обчисленні 

адаптивних оцінок перших та других моментів градієнтів, що дозволяє 

забезпечити оптимальне налаштування швидкості навчання для кожного 

параметра мережі окремо. Це досягається шляхом оновлення кожного 

параметра на основі індивідуально адаптованої швидкості навчання, що 

залежить від масштабів градієнтів та їх квадратів, що були накопичені в 

попередніх ітераціях. Детальніше це показано у формулі (4.1) 

 

                                                     𝜃𝑡+1 = 𝜃𝑡 −
𝜂

√𝑣𝑡̂+𝜖
𝑚𝑡̂ ,                                           (4.1)  

                                𝑚𝑡 = 𝛽1𝑚𝑡−1 + (1 − 𝛽1)𝑔𝑡,                                     (4.2) 

                                𝑣𝑡 = 𝛽2𝑣𝑡−1 + (1 − 𝛽2)𝑔𝑡
2,                                       (4.3) 

 

де θt — параметри моделі на кроці t, 
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η — крок навчання, 

mt — зважене середнє перших моментів (4.2), 

 vt — зважене середнє квадратів моментів (4.3), 

ϵ — дуже мала константа, що запобігає діленню на нуль (зазвичай 10-8) 

β1 — гіперпараметр, що контролює згладжування (зазвичай 0.9), 

β2 — гіперпараметр для згладжування других моментів (зазвичай 

0.999), 

gt — градієнт для параметрів моделі θ. 

 

В ході експерименту параметри β1 та β2 були виставлені на 0.9 та 0.999 

відповідно. 

Важливим аспектом оптимізації моделі є запобігання перенавчанню. 

Перенавчання це дуже поширена проблема в галузі машинного навчання, яка 

полягає в тому, що модель добре показує себе лише на тренувальних даних, 

при цьому при взаємодії з тестовими даними, на яких модель не навчалася, 

вона показує погані результати. Це може бути пов’язано з багатьма 

факторами, такими як погана навчальна вибірка чи неправильна архітектура 

моделі. Для уникнення такої проблеми, після кожного згорткового шару в 

архітектурі SegNet передбачена пакетна нормалізація [27]. Ця техніка 

нормалізує вихід кожного шару, щоб мати нульове середнє та одиничну 

дисперсію. Далі до нормалізованих даних застосовується операція 

масштабування і зсуву на параметри γ та β, які є змінюються під час 

навчання. Тобто, під час навчання пакетами, нехай на вхід до моделі йде 

пакет даних (4.1). 

 

                                         X=[x1, x2, ... ,xm],                                              (4.1) 

 

де X – множина вхідних даних, 

xi – i-й елемент пакету. 
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Тоді дисперсія по пакету і середнє значення рахуються по формулам 

(4.2) та (4.3) відповідно. 

 

                                                      𝜇 =
1

𝑚
∑ 𝑥𝑖

𝑚
𝑖=1 ,                                                       (4.2) 

                                𝜎2 =
1

𝑚
∑ (𝑥𝑖 − 𝜇)2,

𝑚

𝑖=1
                                            (4.3) 

 

де m – розмір пакету, 

μ – середнє по пакету, 

σ2 – девіація по пакету. 

 

Тоді нові нормалізовані значення в пакеті будуть мати значення 

відповідно до формули (4.4). 

 

                                               𝑥̂𝑖 =
𝑥𝑖−𝜇

√𝜎2+𝜖
 ,                                                 (4.4) 

 

де 𝑥̂𝑖 – нове нормалізоване значення i-го елемента пакету, 

𝜖 – невелике значення для уникнення ділення на нуль. 

 

Результатом пакетної нормалізації буде новий пакет, що ми отримаємо 

з формули (4.5), застосувавши масштабування γ та зсув β. 

 

                                              𝑦𝑖 = 𝛾 ⋅ 𝑥̂𝑖 + 𝛽,                                                  (4.4) 

 

де 𝑦𝑖 – нове значення i-го елемента пакету. 

 

 

Це покращує стабільність навчання, знижує чутливість мережі до 

первинних значень ваг та дозволяє використовувати вищі швидкості 

навчання. 
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4.4 Методи оцінки якості мережі 

 

Оцінка якості мережі в задачах машинного навчання включає 

використання різних метрик, які допомагають зрозуміти ефективність моделі. 

Основні методи оцінки використані в цій роботі включають в себе функцію 

втрат (похибку), відгук, а також загальну і покласову точність. 

Функція втрат є ключовим компонентом у тренуванні нейронних 

мереж, оскільки вона оцінює різницю між прогнозами моделі та фактичними 

даними. Використання ефективної функції втрат допомагає оптимізувати 

навчальний процес шляхом мінімізації помилок у прогнозуванні. Однією з 

найпоширеніших функцій втрат для задач класифікації є перехресна 

ентропія.  

Перехресна ентропія вимірює відстань між двома ймовірнісними 

розподілами: передбаченим моделлю та фактичним. У контексті 

класифікації, де вихід моделі представляє ймовірність кожного класу, 

перехресна ентропія визначає, наскільки добре передбачений розподіл 

відповідає фактичному розподілу. 

Формула перехресної ентропії для багатокласової класифікації описана 

в (4.5): 

 

                                           𝐿(𝑦, 𝑦̂) = − ∑ 𝑦𝑖
𝑐
𝑖=1 ⋅ 𝑙𝑜𝑔(𝑦̂𝑖) ,                                 (4.5) 

 

де C — кількість класів, 

y — фактична мітка класу у вигляді one-hot вектора (наприклад, 

[0,1,0] для трьох класів, де активний клас має індекс 1), 

𝑦̂ — передбачена ймовірність для кожного класу, виведена моделлю, 

log — натуральний логарифм. 
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Окрім функцій втрат також важливо слідкувати за різними метриками 

якості, в цій роботі були використані точність, відгук та F1-оцінка. 

Точність — це відсоток випадків, ідентифікованих моделлю як певний 

клас, які дійсно є цим класом. Алгоритм для розрахунку описаний в формулі 

(4.6): 

 

                                 Точність=TP/(TP+FP),                                          (4.6) 

 

де TP — істинно позитивні результати, 

FP — хибно позитивні результати. 

 

Відгук показує, яку частку з усіх фактичних випадків даного класу 

модель змогла правильно ідентифікувати. Алгоритм для розрахунку 

описаний в формулі (4.7): 

 

                                  Відгук=TP/(TP+FN),                                              (4.7) 

       

де FN — хибно негативні результати. 

 

F1-оцінка — це гармонійне середнє між точністю та відгуком і часто 

використовується як збалансований показник ефективності моделі, особливо 

коли класи є не збалансованими. Оскільки вона враховує як точність, так і 

відгук, F1-оцінка може бути надійним критерієм для порівняння двох 

моделей, які можуть мати високі значення однієї метрики за рахунок іншої. 

Детальна формула описана в (4.8). 

 

         F1-оцінка =2 ⋅ (Точність+Відгук) / (Точність ⋅ Відгук)             (4.8) 

 

 

 



31 

 

4.5 Процес тренування моделі 

 

У цьому розділі описано детальні аспекти тренування моделі, 

включаючи конфігурацію тренування, методи оптимізації та стратегії 

оцінювання. 

Перш за все, навчальна та тестові вибірки була розділена на пакети по 

64 зображення, оскільки одночасно передати на навчання чи тестування весь 

набір даних (42248 та 3966 зображень відповідно) неможливо, це 

потребувало б надвисоких обчислювальних ресурсів. 

Як вже було зазначено, для оптимізатора було обрано алгоритм Adam, 

початковий крок навчання був виставлений як 0.001, та зменшувався на 70% 

кожні 5 епох. Навчання тривало 25 епох. Як функцію втрат було обрано 

перехресну ентропію. Як було запропоновано в розділі 4.1, у функції втрат 

були змінені коефіцієнти обернено пропорційно кількості пікселів кожного 

класу у тренувальній вибірці. Ці параметри були застосовані до усіх трьох 

конфігурацій мережі, зазначених в розділі 4.2. В Додатку Б показаний код 

для тренування моделей. 

На Рисунку 4.4 відображений графік результату тренування та тестування 

першої конфігурації моделі, без перенесення навчання.  
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Рисунок 4.4 – Графіки навчання і тестування першої конфігурації 

моделі з розділу 4.2 

 

На Рисунку 4.5 відображений графік результату тренування та 

тестування другої конфігурації моделі, з перенесення навчання, але без 

заморозки ваг.  
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Рисунок 4.5 – графіки навчання і тестування другої конфігурації моделі 

з розділу 4.2 

 

 

На Рисунку 4.6 відображений графік результату тренування та 

тестування третьої конфігурації моделі, з перенесення навчання та 

використання заморозки ваг.  
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Рисунок 4.6 – графіки навчання і тестування третьої конфігурації 

моделі з розділу 4.2 

 

 

Як видно з графіків, усі три мережі отримали мінімальну похибку 

приблизно 0.4, та загальну точність приблизно 90%. Ці результати не так 

багато можуть сказати про якість моделі, оскільки набір даних був не 

збалансований, тому більш детальна оцінка якості моделей буде в 

наступному розділі. Проте одразу видно, що моделі з переносом навчання 

швидше дійшли до високих показників точності, особливо швидко навчилася 

модель з замороженими параметрами кодувальника. Це пов’язано з тим, що 

кодувальник на основі VGG-16, навчений на чотирнадцяти мільйонах 

зображень, дуже добре виділяє особливості зображень, і при навчанні моделі 
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відбувалося лише налаштування декодувальника, що аналізував ці 

особливості, що займає куди менше часу, ніж перевчати всю модель.  

Також важливим моментом є час навчання. Він є ключовим фактором 

при розробці та впровадженні згорткових нейронних мереж, особливо коли 

мова йде про великі та складні моделі, такі як SegNet. Використання 

графічних відеочіпів значно оптимізує процес навчання завдяки їх здатності 

ефективно обробляти паралельні обчислення, які є необхідними для 

глибокого навчання. Навчання моделі SegNet на відеочіпі NVIDIA A100 

тривало приблизно три години, що є значним покращенням порівняно з 

часом, який був би необхідний при виконанні тих же обчислень на 

центральному процесорі.  

 

4.6 Оцінка точності та аналіз результатів 

 

Для того, щоб більш детально оцінити кожну з отриманих моделей, 

потрібно переглянути покласові результати тестування. Для моделі 1 вони 

продемонстровані в Таблиці 4.3. 

 

Клас Точність Відгук F1-оцінка 

Клас 0 0.9580 0.8980 0.9270 

Клас 1 0.7649 0.8941 0.8245 

Таблиця 4.3 – покласові результати тестування першої конфігурації 

моделі з розділу 4.2 

 

Видно, що перша модель чудово класифікує клас 1, проте доволі часто 

класифікує не лісові ділянки як лісові. 

 

Клас Точність Відгук F1-оцінка 

Клас 0 0.9819 0.8684 0.9217 
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Клас 1 0.7301 0.9569 0.8282 

Таблиця 4.4 – покласові результати тестування другої конфігурації 

моделі з розділу 4.2 

 

З Таблиці 4.4 видно, що загалом результат другої моделі майже 

аналогічний до першої моделі. 

 

Клас Точність Відгук F1-оцінка 

Клас 0 0.9772 0.9156 0.9454 

Клас 1 0.8060 0.9425 0.8689 

Таблиця 4.5 – покласові результати тестування третьої конфігурації 

моделі з розділу 4.2 

 

Як показано в Таблиці 4.5 – третя модель явно показала себе краще за 

інші, хоч досі не до кінця вирішена проблема з точністю класу 1, проте в цій 

моделі результат показаний найкращий. Це пов’язано з тим, що навчалася не 

вся модель, а лише декодувальник, таким чином процес навчання йшов куди 

швидше та ефективніше. 

Окрім метрик, також важливо подивитися на результати сегментації. 

Вони продемонстровані на Рисунку 4.7. 
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Рисунок 4.7 – порівняння результатів робіт різних конфігурацій моделі 

та оригінальної анотації. Жовтий колір – клас 0, зелений – клас 1 

 

По такій малій кількості зображень важко судити о якості моделей, але 

враховуючи їх та результати тестувань, видно, що третя конфігурація моделі 

загалом показує краще за інші, і її можна вважати найуспішнішою.  

 

4.7 Застосування моделі в реальних умовах 

 

Хоча модель SegNet показала хороші результати на тестових даних, її 

використання в реальних умовах все ще має певні обмеження. Потенціал 

застосування таких моделей в реальних проєктах значно залежить від 

точності, стабільності та універсальності їх передбачень.  
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Моделі більшої складності зазвичай здатні вловлювати більш тонкі та 

складні шаблони в даних, такі як лісові покриви. Загальної точності в 90% 

може бути замало для реального комерційного чи наукового застосування, 

адже похибка в один піксель, при просторовій роздільності в 10 метрів, це 

100 квадратних метрів. Щоб вирішити цю проблему є кілька способів: 

1) Більш складна архітектура моделі, на приклад з застосуванням 

архітектури трансформер [28]. Багато сучасних згорточних мереж 

використовують її, проте для них потрібно набагато більше обчислювальних 

ресурсів. 

2) Додаткове дослідження на тему впливу спектральних шарів на аналіз 

лісових покровів, адже це може допомогти з розпізнаванням останніх. 

3) Інший тип вхідних даних, на приклад з радарного супутника, а не 

оптичного, як було використано в роботі. Такий підхід дозволить проводити 

моніторинг поверхні Землі в будь-який час, незалежно від погодних умов, що 

може зменшити кількість шуму на зображеннях.  
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Висновки 

 

У цій роботі розглянуто застосування згорткових нейронних мереж для 

розпізнавання образів, зокрема для аналізу лісових покривів за допомогою 

супутникових знімків. CNN визначаються їх здатністю автоматично та 

ефективно витягувати важливі особливості з великих та складних зображень, 

що робить їх ідеальними для задач обробки зображень і великих наборів 

даних. 

Обрана модель SegNet була адаптована для специфічних потреб аналізу 

лісових покривів. Особливості моделі, такі як архітектура encoder-decoder та 

використання індексів підвибірки, забезпечили високу точність 

розпізнавання лісових та не лісових областей на супутникових знімках. 

Детальний аналіз результатів навчання показав, що переднавчені 

моделі, зокрема ті, що використовують ваги з VGG-16, значно підвищують 

ефективність аналізу лісових покривів. Порівняння різних конфігурацій 

моделі демонструє переваги такого підходу до навчання моделей в 

специфічних умовах застосування. 

Результати цієї роботи відкривають нові перспективи для подальших 

досліджень в області моніторингу лісових покривів та інших природних 

ресурсів за допомогою CNN. Це може включати більш глибоке дослідження 

змішаних архітектур, удосконалення методів переднавчання та розробку 

нових алгоритмів для підвищення точності та ефективності, оскільки 

отримані моделі хоч і показали непогані результати тестування, їх 

застосування в реальних умовах в такому вигляді, яка вони є, не є можливим. 

Були запропоновані підходи і методі, які могли б покращити результати і 

допомогти адаптувати модель для реальних умов.  
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Додаток А 

(Обов’язковий) 

Код архітектури моделі SegNet 

 

class SegNet(nn.Module): 

    def __init__(self, input_channels, output_channels): 

        super().__init__() 

        self.input_channels = input_channels 

        self.output_channels = output_channels 

 

        #VGG16 architecture with no fully-conected layers 

        self.maxpool = nn.MaxPool2d(2, stride=2, return_indices=True) 

 

        self.en_conv11 = nn.Conv2d(self.input_channels, 64, kernel_size=3, 

padding=1) 

        self.en_batch_norm11 = nn.BatchNorm2d(64, momentum=0.5) 

        self.en_conv12 = nn.Conv2d(64, 64, kernel_size=3, padding=1) 

        self.en_batch_norm12 = nn.BatchNorm2d(64, momentum=0.5) 

 

        self.en_conv21 = nn.Conv2d(64, 128, kernel_size=3, padding=1) 

        self.en_batch_norm21 = nn.BatchNorm2d(128, momentum=0.5) 

        self.en_conv22 = nn.Conv2d(128, 128, kernel_size=3, padding=1) 

        self.en_batch_norm22 = nn.BatchNorm2d(128, momentum=0.5) 

 

        self.en_conv31 = nn.Conv2d(128, 256, kernel_size=3, padding=1) 

        self.en_batch_norm31 = nn.BatchNorm2d(256, momentum=0.5) 

        self.en_conv32 = nn.Conv2d(256, 256, kernel_size=3, padding=1) 

        self.en_batch_norm32 = nn.BatchNorm2d(256, momentum=0.5) 

        self.en_conv33 = nn.Conv2d(256, 256, kernel_size=3, padding=1) 

        self.en_batch_norm33 = nn.BatchNorm2d(256, momentum=0.5) 

 

        self.en_conv41 = nn.Conv2d(256, 512, kernel_size=3, padding=1) 

        self.en_batch_norm41 = nn.BatchNorm2d(512, momentum=0.5) 

        self.en_conv42 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.en_batch_norm42 = nn.BatchNorm2d(512, momentum=0.5) 

        self.en_conv43 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.en_batch_norm43 = nn.BatchNorm2d(512, momentum=0.5) 

 

        self.en_conv51 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.en_batch_norm51 = nn.BatchNorm2d(512, momentum=0.5) 

        self.en_conv52 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.en_batch_norm52 = nn.BatchNorm2d(512, momentum=0.5) 

        self.en_conv53 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.en_batch_norm53 = nn.BatchNorm2d(512, momentum=0.5) 

 

        #General Max Pool 2D/Upsampling for DECODING layers 
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        self.maxunpool = nn.MaxUnpool2d(2, stride=2) 

 

        self.de_conv53 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.de_batch_norm53 = nn.BatchNorm2d(512, momentum=0.5) 

        self.de_conv52 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.de_batch_norm52 = nn.BatchNorm2d(512, momentum=0.5) 

        self.de_conv51 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.de_batch_norm51 = nn.BatchNorm2d(512, momentum=0.5) 

 

        self.de_conv43 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.de_batch_norm43 = nn.BatchNorm2d(512, momentum=0.5) 

        self.de_conv42 = nn.Conv2d(512, 512, kernel_size=3, padding=1) 

        self.de_batch_norm42 = nn.BatchNorm2d(512, momentum=0.5) 

        self.de_conv41 = nn.Conv2d(512, 256, kernel_size=3, padding=1) 

        self.de_batch_norm41 = nn.BatchNorm2d(256, momentum=0.5) 

 

        self.de_conv33 = nn.Conv2d(256, 256, kernel_size=3, padding=1) 

        self.de_batch_norm33 = nn.BatchNorm2d(256, momentum=0.5) 

        self.de_conv32 = nn.Conv2d(256, 256, kernel_size=3, padding=1) 

        self.de_batch_norm32 = nn.BatchNorm2d(256, momentum=0.5) 

        self.de_conv31 = nn.Conv2d(256, 128, kernel_size=3, padding=1) 

        self.de_batch_norm31 = nn.BatchNorm2d(128, momentum=0.5) 

 

        self.de_conv22 = nn.Conv2d(128, 128, kernel_size=3, padding=1) 

        self.de_batch_norm22 = nn.BatchNorm2d(128, momentum=0.5) 

        self.de_conv21 = nn.Conv2d(128, 64, kernel_size=3, padding=1) 

        self.de_batch_norm21 = nn.BatchNorm2d(64, momentum=0.5) 

 

        self.de_conv12 = nn.Conv2d(64, 64, kernel_size=3, padding=1) 

        self.de_batch_norm12 = nn.BatchNorm2d(64, momentum=0.5) 

        self.de_conv11 = nn.Conv2d(64, self.output_channels, kernel_size=3, 

padding=1) 

        self.de_batch_norm11 = nn.BatchNorm2d(self.output_channels, momentum=0.5) 
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Додаток Б 

(Обов’язковий) 

Код для тренування моделей 

 

def train(model, device, train_loader, optimizer, epoch, criterion): 

    model.train() 

    total_train_loss = 0 

    correct = 0 

    total_pixels = 0 

    for batch_idx, (data, target) in enumerate(train_loader): 

        data, target = data.to(device), target.to(device) 

        optimizer.zero_grad() 

        output = model(data) 

        target = target.squeeze(1).long() 

        loss = criterion(output, target) 

        loss.backward() 

        optimizer.step() 

 

        total_train_loss += loss.item() 

        pred = output.argmax(dim=1) 

        correct += (pred == target).sum().item() 

        total_pixels += target.nelement() 

 

        if batch_idx % 50 == 0: 

            print(f'[{batch_idx * len(data)}/{len(train_loader.dataset)} ({100. * 

batch_idx / len(train_loader):.0f}%)]\tLoss: {loss.item():.6f}') 

 

    average_train_loss = total_train_loss / len(train_loader) 

    train_accuracy = 100. * correct / total_pixels 

    print(f"Average train loss: {average_train_loss}, Train Accuracy: 

{train_accuracy}%") 

    print(f"Lr: {scheduler.get_last_lr()}") 

 

def test(model, device, test_loader, criterion): 

    model.eval() 

    test_loss = 0 

    correct = 0 

    total_pixels = 0 

    with torch.no_grad(): 

        for data, target in test_loader: 

            data, target = data.to(device), target.to(device) 

            output = model(data) 

            target = target.squeeze(1).long() 

            loss = criterion(output, target) 

            test_loss += loss.item() 

            pred = output.argmax(dim=1) 
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            correct += (pred == target).sum().item() 

            total_pixels += target.nelement() 

 

    test_loss /= len(test_loader) 

    accuracy = 100. * correct / total_pixels 

    print(f'\nTest set: Average loss: {test_loss:.4f}, Accuracy: 

{accuracy:.2f}%') 

    return test_loss 

 


