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Анотацiя
У данiй роботi розглянуто такi методи об’єднання у згорткових нейронних

мережах, як-от: максимальний, середнiй, змiшаний, масковий змiшаний, пiрамi-
дальний, стохастичний, середнiй ранговий, зважений ранговий та стохастичний
ранговий. Здiйснено реалiзацiю даних методiв за допомогою мови програму-
вання Python i бiблiотек pytorch. Розглянуто роботу об’єднань на прикладi 3
згорткових нейронних мереж для класифiкацiї датасетiв MNIST, CIFAR10 та
fashion MNIST.
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Вступ
Вже в 1997 роцi суперкомп’ютер Deep Blue вiд IBM змiг перемогти всесвi-

тнього чемпiона з шахiв Гаррi Каспарова, але задача знаходження на малюнку
милого котика все ще була непосильною. Розпiзнавання для людини є набага-
то простiшим, анiж гра в шахи. Людина використовує багато органiв чуття,
якi допомагають вирiшувати таку купу незрозумiлих для комп’ютера завдань.
Також ми маємо мозок iз великою кiлькiстю нейронiв, якi обробляють усi цi си-
гнали. Виходить, що вже в той час iснували нейроннi мережi, але їх потужностi
недостатньо для обробки таких великих даних як зображення (текст). Це вiд-
бувається через те, що кожний пiксель iнформацiї стає змiнною i втрачається
певний зв’язок мiж значеннями, що знаходяться поряд. Це утворює ситуацiю,
в якiй отримаємо не тiльки велику кiлькiсть даних, а ще й втрату сенсу. [1,
Geron]

Тож стає зрозумiлим, що людина розподiляє малюнок таким чином, щоб ви-
дiлити певнi деталi, якi є спрощеним варiантом отриманої iнформацiї, але без
втрати сенсу. Таку здатнiсть мають саме згортковi нейроннi мережi. Це стає
реальним завдяки застосуванню (у загальному випадку) двох додаткових ша-
рiв: згортка i об’єднання. Задача згортки полягає в тому, щоб видiлити певнi
важливi патерни, а в об’єднання – обрiзати певний шум, який залишився пi-
сля згортки, без втрати сенсу для зменшення обчислювального навантаження,
пам’ятi та кiлькостi параметрiв (зменшує ризик перенавчання). Таким чином
вибiр методу об’єднання має великий вплив на результат роботи мережi.

Робота складається з двох роздiлiв.
Перший роздiл розпочинається з розбору роботи згорткових нейронних ме-

реж: їх архiтектури та процесу навчання. Далi детально розглянуто теоретичне
пiдґрунтя та особливостi таких методiв об’єднання, як-от: максимальний, се-
реднiй, змiшаний, масковий змiшаний, пiрамiдальний, стохастичний, середнiй
ранговий, зважений ранговий та стохастичний ранговий.

Другий роздiл присвячено реалiзацiї даних методiв за допомогою мови про-
грамування Python i бiблiотеки pytorch. Згадуються особливостi та складностi
реалiзацiї цих класiв об’єднань. Далi розглянуто роботу даних методiв об’єднання
на прикладi згорткових нейронних мереж iз нескладною архiтектурою. Робота
мереж здiйснюється для задач класифiкацiї таких датасетiв: MNIST (малюнки
з цифрами вiд 0 до 0), CIFAR10 (фотографiї 10 типiв об’єктiв) та fashion MNIST
(малюнки 10 типiв одягу). Порiвняння роботи об’єднань вiдбувається за допо-
могою графiкiв функцiї втрат пiд час навчання та точностi пiд час тестування.

Метою даної роботи є:

• Розглянути теоретичне пiдґрунтя деяких методiв об’єднань у згорткових
нейронних мережах.

• Реалiзувати тi з них, якi ще не iмплементованi в загальновiдомих бiблiоте-
ках, за допомогою засобiв Python i бiблiотеки pytorch або tensorflow.
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• Порiвняти роботу об’єднань на прикладi деяких згорткових нейронних ме-
реж.
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1 Теоретична частина згорткових нейронних
мереж i операцiй об’єднання

1.1 Загальний вигляд нейронних мереж
Звичайна нейронна мережа має схожий на мозку вигляд: тобто є нейрони,

якi мають мiж собою зв’язок. Головною частиною, яка утворює всю мережу, є
нейрон. Вiн являє собою лiнiйний пороговий юнiт (linear threshold unit, LTU)
або пороговий логiчний юнiт (threshold logic unit , TLU). Головний принцип
його роботи полягає в тому, що на вхiд подаються данi у виглядi матрицi. Ко-
жен екземпляр роздiляють на окремi значення. Далi кожному з них надається
певний коефiцiєнт, який передає ”вплив” цiєї iнформацiї на вихiдний результат
нейрону (також зазвичай є вага для змiщення (bias), яка є додатковим пара-
метром). Далi проводиться сумування добуткiв коефiцiєнтiв на вхiднi данi iз
змiщенням, до цього добутку застосовується певна функцiя активацiї. Таким
чином виходом iз нейрону є значення функцiї (схему роботи подано на рис. 1)
[1, Geron]. Отже, загальна нейронна мережа складається з таких нейронiв, при
чому вони йдуть шарами i вхiд наступного шару є виходом минулого. Зв’язки
мiж шарами можуть мати довiльну схему.

Рис. 1: Схема роботи лiнiйного порогового юнiту (LTU) [1, Geron]

Якщо сенс використання коефiцiєнтiв для вхiдних даних є досить зрозумi-
лим, то виникає питання щодо використання функцiй активацiї. Саме вони до-
помагають враховувати, чи має значення даний нейрон для виходу всiєї ней-
ронної мережi. Тобто вони ”перевiряють” нейрон за допомогою функцiї i далi
вiн активується або нi [1, Geron], [2, Hamdan]. Найпоширенiшими серед таких
функцiй є ReLU (Rectified Linear Activation), сигмоїда (логiстична функцiя) i
гiперболiчний тангенс (tanh), їх вигляд подано на рис. 2.

Навчання мережi полягає в пiдборi коефiцiєнтiв для кожного нейрону. Спо-
чатку цi коефiцiєнти визначаються випадковим чином, далi на вхiд подаються
значення, якi проходять через мережу (forward). На виходi отримаємо значення,
яке треба певним чином порiвняти з тим, яке б мало бути в залежної змiнної. Це
порiвняння здiйснюється за допомогою функцiї втрат. Її вибiр повнiстю зале-
жить вiд того, яку задачу ми маємо: класифiкувати (наприклад, чи на малюнку
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Рис. 2: Схема роботи лiнiйного порогового юнiту (LTU) [2, Hamdan]

кiт чи собака) або регресiйну (наприклад, визначити цiну на апельсиновий сiк).
[3, towardsdatascience], [1, Geron]

Основнi функцiї втрат (loss functions) для задач регресiї:

• Середньоквадратична помилка: 𝑀𝑆𝐸 =
∑︀𝑛

𝑖=1(𝑦𝑖−𝑦𝑖)
2

𝑛

• Абсолютна середня помилка: 𝑀𝐴𝐸 =
∑︀𝑛

𝑖=1|𝑦𝑖−𝑦𝑖|
𝑛

• Середня змiщена помилка: 𝑀𝐵𝐸 =
∑︀𝑛

𝑖=1(𝑦𝑖−𝑦𝑖)
𝑛

Найпоширенiшою функцiєю втрат для задачi класифiкацiї є крос-ентропiя
(негативна логарифмiчна правдоподiбнiсть):

CrossEntropyLoss = − (𝑦𝑖 log (𝑦𝑖) + (1− 𝑦𝑖) log (1− 𝑦𝑖)) (1)

Пiсля отримання певної оцiнки помилки необхiдно оцiнити змiну коефiцiєн-
тiв таким чином, щоб мiнiмiзувати функцiю втрат. Для цього використовується
градiєнтний спуск, який знаходить певну «яму», де функцiя втрат набуває най-
меншого значення. Цей пошук можливо здiйснювати завдяки тому, що градiєнт
в точцi показує нахил графiку i напрямок збiльшення функцiї. Для пошуку мi-
нiмуму треба використовувати негативний градiєнт. Далi спуск полягає в тому,
що обчислення наступних коефiцiєнтiв вiдбувається завдяки вiднiманню вiд ми-
нулих добуток градiєнту на розмiр кроку (швидкiсть навчання), що показано
на (2) [1, Geron].

𝜃(next step ) = 𝜃 − 𝜂∇𝜃 MSE(𝜃) (2)

Iснує декiлька алгоритмiв градiєнтного спуску, але зараз найбiльшого поши-
рення набув саме Adam, завдяки швидкiй роботi для рiзних нейронних мереж.
Це реалiзується за допомогою експоненцiйного зважування середнього градi-
єнтiв, що прискорює збiг до мiнiмуму. Роботу алгоритму показано на (3). [4,
geeksforgeeks]
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𝜔𝑡+1 = 𝜔𝑡 − 𝛼 ·𝑚𝑡,

𝑚𝑡 = 𝛽 ·𝑚𝑡−1 + (1− 𝛽) · [ 𝛿𝐿
𝛿𝜔𝑡

],
(3)

де 𝑚𝑡 − поточна сукупнiсть градiєнтiв (у час t),
𝑚𝑡−1 − минула сукупнiсть градiєнтiв (у час t-1),
𝜔𝑡 − поточне значення вагiв (у час t),
𝜔𝑡+1 − наступне значення вагiв (у час t + 1),
𝛼− швидкiсть навчання,
𝛿𝐿

𝛿𝜔𝑡
− поточний градiєнт (у час t),

𝛽 − параметр ковзного середнього (зазвичай дорiвнює 0.9).

1.2 Згорткова нейронна мережа: згортка i операцiя
об’єднання

У згортковiй нейроннiй мережi даннi спочатку проходять додатково шари
зi згорток i об’єднань. Саме згортка роздiляє зображення на певнi важливi
патерни. Це вiдбувається завдяки застосуванню фiльтрiв. Перевагою є те, що
кожний наступний шар пов’язаний не з одним пiкселем, а з цiлим регiоном
об’єднання, що дозволяє зберегти просторовi особливостi зображення, запобiг-
ти перенавчанню i зменшити кiлькiсть пам’ятi, що використовується. Тобто
процес, який вiдбувається, показано на рис. 3 [1, Geron].

Рис. 3: Схема роботи згорткових шарiв [1, Geron]

Таким чином значення, якi набуває матриця фiльтру, впливають на те, якi
патерни буде знайдено. Наприклад, якщо б нейронна мережа мала бiльш схожу
до людей логiку, то задача згортання облич вiдбувалася б наступним чином: на
першому шарi видiлялися б певнi горизонтальнi та вертикальнi лiнiї, далi части-
ни обличчя (нiс, очi, рот) i в кiнцi отримаємо вже обличчя. Але якщо перегля-
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нути зображення пiсля застосування фiльтрiв, то ми не отримаємо зрозумiлий
для людського ока результат.

Шари об’єднання (pooling) застосовуються мiж згортковими. Їх задача по-
лягає в тому, щоб зменшити навантаження для обрахункiв, кiлькiсть пам’ятi,
що використовується i кiлькiсть параметрiв (запобiгання перенавчанню). Так
само як i в згортковому шарi, тут наступний шар пов’язаний лише з певною
областю, а не одним пiкселем, що допомагає позбутися певного шуму, який
заважає якiсному навчанню моделi. Подiбно до згортки, даний шар при засто-
суваннi має певнi параметри: розмiр ядра (kernel size), кроку (stride) i додаткова
рамка з нулiв (padding). Принцип роботи максимального об’єднання показано
на рис. 4. Тож у наступних главах буде розглянуто саме види шарiв об’єднання
[1, Geron].

Рис. 4: Схема роботи шарiв об’єднання [1, Geron]

1.3 Середнє об’єднання (Average pooling)
За допомогою цього методу матриця розподiляється на рiвнi за розмiром

прямокутники (квадрати) i в кожному з них обчислюється середнє значення.
Далi отримаємо матрицю, яка за розмiрнiстю довжини (ширини) рiвна кiль-
костi прямокутникiв, якi накладалися за довжиною (шириною) в початкову
матрицю. Загальний вигляд обчислення подано на (4) [1, Geron], [5, Sharma,
Mehra], [6, pytorch documentation], [7, Gholamalinezhad, Khosravi].

𝑓𝑎𝑣𝑒𝑟𝑎𝑔𝑒(𝑥) =
1

𝑁

𝑁∑︁
𝑖=1

𝑥𝑖, (4)

де 𝑥𝑖 – значення з матрицi, яке отримано зi згортки,
𝑁 – площа ядра.

Наприклад, розглянемо застосування цього об’єднання на рис. 5 з ядром
розмiрностi 2× 2 для даних, що мають розмiрнiсть 4× 4.
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Рис. 5: Приклад застосування average pooling розмiрностi 2× 2 зi stride=2 [8, Yani, Irawan,
Setianingsih]

Цей метод не є досить поширеним через суттєвий недолiк. Вiн полягає в
тому, що через пошук середнього втрачається багато iнформацiї. Тобто має-
мо найгiршу ситуацiю у такому випадку: ненульове значення має лише один
елемент у регiонi та взяття середнього його суттєво зменшує.

1.4 Максимальне об’єднання (Max pooling)
Iз назви зрозумiло, що за цим методом також, як i за average pooling, данi

розподiляються на рiвнi регiони (прямокутники) i визначається максимальне
значення в цiй областi. Дана стратегiя часто використовується на початку для
скорочення обчислень (за рахунок зменшення розмiрностi) без втрати важли-
вих патернiв. Звiсно певнi важливi деталi втрачаються, але набагато менше, нiж
за застосування average pooling, бо зберiгається контраст. Тобто до даних засто-
совується змiна, яку подано на (5) [1, Geron], [5, Sharma, Mehra], [7, Gholamali-
nezhad, Khosravi], [9, pytorch documentation].

𝑓𝑚𝑎𝑥(𝑥) = 𝑚𝑎𝑥𝑖(𝑥𝑖) (5)

Приклад застосування max pooling розмiрностi 2× 2 для даних iз розмiрнi-
стю 4× 4 показано на рис.6.

Рис. 6: Приклад застосування max pooling розмiрностi 2× 2 зi stride=2 [10, link]
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1.5 Змiшане об’єднання максимального i середнього (Mi-
xed max-average)

Даний метод змiшує використання max i average pooling, що зрозумiло з його
назви. Змiшування вiдбувається за допомогою параметру 𝛼𝑙, який (якi) визна-
чаємо пiд час визначення архiтектури [5, Sharma, Mehra], [11, Lee, Gallagher,
Tu]. Його визначення може вiдбуватися для:

• всiєї нейронної мережi

• кожного шару нейронної мережi

• кожного шару i регiону, до якого застосовується об’єднання (у такому ви-
падку навчання однакове для всiх каналiв у однiй областi)

• кожного шару i каналу (у такому випадку немає розподiлу по областях)

• шару, каналу, областi у поєднаннi (за цим методом отримаємо найбiльше
всього параметрiв 𝛼𝑙)

Змiни, якi застосовує цей pooling подано на (6).

𝑓𝑚𝑖𝑥(𝑥) = 𝛼𝑙 · 𝑓𝑚𝑎𝑥(𝑥) + (1− 𝛼𝑙) · 𝑓𝑎𝑣𝑒𝑟𝑎𝑔𝑒(𝑥), (6)

де 𝛼𝑙 – параметри (один або декiлька), що задаються,
𝑓𝑚𝑎𝑥(𝑥) – максимальне об’єднання,
𝑓𝑎𝑣𝑒𝑟𝑎𝑔𝑒(𝑥) – середнє об’єднання.

Значення 𝛼𝑙 знаходяться в промiжку вiд 0 до 1, що реалiзує пропорцiйне
змiшування середнього i максимального об’єднання у кожному регiонi. Для на-
вчання необхiдно визначити функцiю втрат 𝐸 та вплив параметру 𝛼 на неї
(𝜕𝐸𝜕𝛼 ). Для того, щоб це вирiшити, необхiдно помножити чисельник i знаменник
на 𝜕𝑓𝑚𝑖𝑥(𝑥). Таким чином отримаємо:

𝜕𝐸

𝜕𝛼
=

𝜕𝐸

𝜕𝑓𝑚𝑖𝑥(𝑥)
· 𝜕𝑓𝑚𝑖𝑥(𝑥)

𝜕𝛼
(7)

Вираз 𝜕𝐸
𝜕𝑓𝑚𝑖𝑥(𝑥)

позначає помилку зворотного поширення на вищi шари й до-
рiвнює 𝛿. Наступний вираз по сутi є похiдною для даного об’єднання за рiзних
параметрiв 𝛼. Отже, отримаємо:

𝜕𝐸

𝜕𝑓𝑚𝑖𝑥(𝑥)
· 𝜕𝑓𝑚𝑖𝑥(𝑥)

𝜕𝛼
= 𝛿 · (𝑚𝑎𝑥𝑖(𝑥𝑖)−

1

𝑁
·

𝑁∑︁
𝑖=1

𝑥𝑖) (8)
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Для успiшного навчання треба визначити градiєнт для даного шару. Тому
треба обчислити похiдну для функцiї втрат за 𝑥𝑖: 𝜕𝐸

𝜕𝑥𝑖
. Застосуємо знов множення

функцiї, яка використано ранiше, на чисельник i знаменник. Отримаємо:

𝜕𝐸

𝜕𝑥𝑖
=

𝜕𝐸

𝜕𝑓𝑚𝑖𝑥(𝑥𝑖)
· 𝜕𝑓𝑚𝑖𝑥(𝑥𝑖)

𝜕𝑥𝑖
= 𝛿 ·

[︀
𝛼 · 1[𝑥𝑖 = 𝑚𝑎𝑥𝑖𝑥𝑖] + (1− 𝛼) · 1

𝑁

]︀
(9)

Недолiк даного методу полягає в нечутливостi до рiзних змiнних через фi-
ксований єдиний параметр, хоча i може вiдрiзнятися для шару/областi/каналу.
Але даний метод дає кращi результати, нiж max i average. [5, Sharma, Mehra],
[11, Lee, Gallagher, Tu]

1.6 Маскове об’єднання змiшування максимального та се-
реднього (Gated max-average)

Даний метод є досить схожим на минулий через поєднання двох стратегiй:
середнього та максимального. Gated max-average теж може мати по окремому
параметру для областi/регiону/шару чи один на всю мережу. Але це об’єднання
вiдрiзняється виглядом параметром змiшування. У даному методi це спецiальна
маска (gated mask). Дана маска має ту ж розмiрнiсть, що i регiон об’єднання.
Отримаємо скаляр за допомогою множення регiону на маску, а потiм для цього
значення застосовується сигмоїда. Таким чином отримаємо параметр, який має
ту ж саму область значень, що й в згаданому змiшаному об’єднаннi. Тобто
обчислення вiдбувається за (10) [5, Sharma, Mehra], [11, Lee, Gallagher, Tu].

𝑓𝑔𝑎𝑡𝑒𝑑 = 𝜎(𝜔𝑇𝑥) · 𝑓𝑚𝑎𝑥(𝑥) + (1− 𝜎(𝜔𝑇𝑥)) (10)

Визначимо формулу (11) для обчислення впливу значення маски на фун-
кцiю втрат й використаємо множення чисельника та знаменника на 𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥).

𝜕𝐸

𝜕𝜔
=

𝜕𝐸

𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)
· 𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)

𝜕𝜔
(11)

Обчислимо похiдну для сигмоїди в загальному випадку на (12).

(𝜎(𝑥))′𝑥 =

(︂
1

1 + 𝑒−𝑥

)︂′

𝑥

=
𝑒−𝑥

(1 + 𝑒−𝑥)2
=

1

1 + 𝑒−𝑥
· 𝑒−𝑥

1 + 𝑒−𝑥
= 𝜎(𝑥)(1− 𝜎(𝑥)) (12)

Таким чином визначено вираз на (13) для градiєнту, за допомогою пiдста-
новки значення похiдної для сигмоїди i помилки зворотного поширення 𝛿.

𝜕𝐸

𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)
· 𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)

𝜕𝜔
= 𝛿 · 𝜎(𝜔𝑇𝑥)(1− 𝜎(𝜔𝑇𝑥)) · 𝑥 · (𝑚𝑎𝑥𝑖(𝑥𝑖)−

1

𝑁

𝑁∑︁
𝑖=1

𝑥𝑖) (13)
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Вiдповiдно також знайдемо, як впливають змiннi на функцiю втрат, бо по-
ширення помилки вiдбувається всерединi. Застосуємо вже використанi способи
для обчислення та отримаємо результат на (14) [5, Sharma, Mehra], [11, Lee,
Gallagher, Tu].

𝜕𝐸

𝜕𝑥𝑖
=

𝜕𝐸

𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)
· 𝜕𝑓𝑔𝑎𝑡𝑒𝑑(𝑥)

𝜕𝑥𝑖
= 𝛿 ·

[︀
𝜎(𝜔𝑇𝑥)(1− 𝜎(𝜔𝑇𝑥)) · 𝜔𝑖·

·(𝑚𝑎𝑥𝑖(𝑥𝑖)−
1

𝑁

𝑁∑︁
𝑖=1

𝑥𝑖) + 𝜎(𝜔𝑇𝑥) · 1[𝑥𝑖 = 𝑚𝑎𝑥𝑖𝑥𝑖] + (1− 𝜎(𝜔𝑇𝑥) · 1

𝑁
)
]︀ (14)

1.7 Двовимiрне\одновимiрне пiрамiдне об’єднання
(Spatial\temporal pyramid pooling)

Як вiдомо, мапи об’єктiв з усiх каналiв на виходi зi згорткового шару по-
виннi мати обмежений розмiр. До створення пiрамiдального об’єднання засто-
совували розрiзання (cropping) i об’єднання (wrapping) даних, перед до пов-
нозв’язного шару (наприклад, застосування Flattering). Таке звичайне обрiза-
ння та об’єднування в одну мапу сприяє до втрати певного вмiсту i просторо-
вих орiєнтацiй. Через це було винайдено даний pooling [5, Sharma, Mehra], [12,
Grauman, Darrell], [13, He, Zhang, Ren, Sun], [14, tensorflow documentation].

Основна iдея даного методу полягає в тому, що мапа об’єктiв розподiляє-
ться на певну кiлькiсть регiонiв у двовимiрному випадку (на вектор-рядки для
одновимiрного), якi мають пропорцiйний розмiр до загального. Кiлькiсть ре-
гiонiв вiдрiзняється у рiвнiв пiрамiди. Далi для кожного регiону (рядку) засто-
совується додаткового максимальне, середнє чи iнше об’єднання для надання
кожному шматку одного значення. Далi спочатку вiдбувається конкатенацiя
значень для однакових рiвнiв пiрамiди, а потiм для всiх разом, у єдиний ве-
ктор, який i є результатом роботи даного методу. Для прикладу розглянемо
застосування двовимiрного пiрамiдного об’єднання (рис. 7).

Мапа об’єктiв, що подається на вхiд, має розмiр 256× 256, кiлькiсть рiвнiв
пiрамiди рiвна 3. Таким чином отримаємо на рiвнi 0 один шматок, який повнi-
стю складається iз всiх значень мапи. До нього застосовуємо один iз згаданих
ранiше методiв об’єднання (наприклад, максимальне), i отримаємо одне значе-
ння. На рiвнi 1 пропорцiйно роздiляємо дану мапу на 4 частини, кожна з яких
має розмiр 64 × 64. Далi застосовуємо певне об’єднання для кожної частини
на отримаємо 4 значення. Рiвень 2: розподiляємо мапу на 16 частин розмiром
16×16, визначаємо 16 значень пiсля об’єднання. Далi конкатенуємо значення на
кожному рiвнi, а потiм всi рiвнi разом. Отримаємо 16+4+1 = 21 значення, якi
передаються наступному рiвню згорткової нейронної мережi. Вiдповiдно, якщо
було б застосовано одновимiрний спосiб, то отримали б ту ж саму кiлькiсть
елементiв пiсля останньої конкатенацiї, але застосування промiжних об’єднань
вiдбувалося б для рядкiв, i отриманi значення можуть вiдрiзнятися.
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Рис. 7: Приклад застосування spatial pyramid pooling для мапи розмiром 256×256 з рiвнями
0-2

1.8 Стохастичне об’єднання (Stochastic pooling)
Головна iдея цього методу полягає у стохастичному процесi, який забез-

печує меншу ймовiрнiсть перенавчання моделi. Головна проблема середнього
об’єднання полягає в тому, що значення, якi мають високу активацiю пiсля
згорткового шару, зменшуються за рахунок неактивованих i аналогiчна ситу-
ацiя вiдбувається навпаки. Таким чином даний метод об’єднання допомагає
вирiшити проблему постiйно однозначного вибору, як у максимального та сере-
днього об’єднання. Алгоритм полягає у розподiлi мапи змiнних на регiони, далi
застосовується ReLU (через те, що необхiднi додатнi значення для майбутньої
нормалiзацiї, яка визначає ймовiрнiсний простiр для даного регiону). Далi ко-
жне значення дiлиться на суму всiх (15), i таким чином область значень пiсля
застосування цiєї процедури визначається на вiдрiзку [0, 1]. [5, Sharma, Mehra],
[15, Zeiler, Fergus]

𝑝𝑖 =
𝑎𝑖∑︀

𝑘∈𝑅𝑗
𝑎𝑘

(15)

Тож даний iмовiрнiсний простiр задає мультиномiальний розподiл, за допо-
могою якого визначається остаточне значення для даного регiону об’єднання.
(16).

𝑠𝑗 = 𝑎𝑙 where 𝑙 ∼ 𝑃
(︀
𝑝1, . . . , 𝑝|𝑅𝑗 |

)︀
(16)

Тобто чим бiльше значення, тим вище ймовiрнiсть, що його буде визначе-
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но, але залишається випадкова складова, через яку може бути визначено й не
найбiльше значення. Приклад застосування даного методу зображено на рис. 8.
Головний недолiк цього об’єднання полягає в тому, що вибираються лише не не-
гативнi значення через процедуру нормалiзацiї. Визначимо проблему масштабу-
вання, яка полягає в тому, що на якiсть роботи моделi дуже сильно впливає роз-
мiр навчальної вибiрки. За застосування даного методу об’єднання з’являється
ця проблема через:

• врахування лише позитивних активованих значень у мапi змiнних,

• рахування ймовiрностей за допомогою нормалiзацiї, що робить цi значення
неконтрольованими

Рис. 8: Приклад застосування stochastic pooling, [15, Zeiler, Fergus]

1.9 Об’єднання iз застосуванням рангу (Rank-based
pooling)

Для вирiшення проблем масштабу (про яку згадано у стохастичному об’єднаннi)
було створено категорiю рангових методiв об’єднання. Перед визначенням їх ро-
боти вiдбувається надання рангу для кожного елементу iз мапи змiнних. Споча-
тку записуються елементи в порядку спадання значення, тобто отримаємо мно-
жину: 𝑇 → {𝑎𝑚𝑎𝑥, ..., 𝑎𝑚𝑖𝑛}. Далi визначається множина рангiв: 𝑇 → {1, ..., 𝑛},
де 𝑛 - це площа ядра об’єднання. Таким чином чим менше значення рангу, тим
бiльшим є елемент, що показано на (17) для елементiв на i-ому i j-ому мiсцi [5,
Sharma, Mehra], [16, Shi, Ye, Wu].

𝑎(𝑖) > 𝑎(𝑗) =⇒ 𝑟(𝑖) < 𝑟(𝑗) (17)

У випадку рiвних значень бiльший ранг має той елемент, який знаходиться
ранiше, тобто це показано на (18).

𝑎(𝑖) = 𝑎(𝑗) ∧ 𝑖 < 𝑗 =⇒ 𝑟(𝑖) < 𝑟(𝑗) (18)

Коли ранги визначено, то далi застосовується один iз наступних методiв.
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Середнє рангове об’єднання (Rank-based average pooling, RAP)

Середнє рангове об’єднання створене, щоб не втрачати важливу iнформа-
цiю, як наприклад, це вiдбувається в максимальному i середньому об’єднаннi.
Таким чином в даному методi також використовується середнє значення, але
для елементiв, що мають ранг, який менше або дорiвнює 𝑡. Тобто зважується
кожне з перших 𝑡 значень, а iншi вважаються рiвними 0. Формально показано
як вiдбувається об’єднання для 𝑅𝑗 регiону для значень, що маю ранг не бiльше
𝑡 на (19). Тож якщо покладемо 𝑡 = 1, тодi отримаємо лише максимальне значе-
ння, а у випадку 𝑡 = 𝑛 (де 𝑛 - це площа регiону об’єднання) отримаємо середнє
значення всiєї областi. Оптимальним значенням для 𝑡, яке об’єднує середнє i
максимальне об’єднання, є медiана (визначено у [16, Shi, Ye, Wu]). Приклад
застосування показано на рис. 9 [5, Sharma, Mehra], [16, Shi, Ye, Wu].

𝑠𝑗 =
1

𝑡

∑︁
𝑖∈𝑅𝑗 ,𝑟𝑖≤𝑡

𝑎𝑖 (19)

Зважене рангове об’єднання (Rank-based weighted pooling, RWP)

У ранговому середньому об’єднаннi для кожного iз значень, якi мають ранг
не бiльше за 𝑡, визначено однакову вагу. Але очевидно, що чим менше ранг,
тим бiльшу вагу повинен мати елемент регiону. Визначимо зваження елементiв
за допомогою експоненцiйної функцiї. Таким чином вага для кожного значення
буде обчислюватися за (20) [5, Sharma, Mehra], [16, Shi, Ye, Wu].

𝑝𝑟 = 𝛼(1− 𝛼)𝑟−1, 𝑟 = 1, ..., 𝑛 (20)

Тобто маємо параметр 𝛼, значення якого знаходяться на [0, 1]. Отже, легко
довести, що за таких значень 𝛼 сума 𝑝𝑟, при 𝑛 наближається до нескiнченностi,
буде рiвна 1, що показано на (21).

𝑛∑︁
𝑟=1

= 1− (1− 𝛼)𝑛

lim
𝑛→+∞

𝑛∑︁
𝑟=1

𝑝𝑟 = 1

(21)

Пiсля отримання ”вагiв” для кожного елементу регiону, обчислюється су-
ма з добуткiв iз знайдених значень i елементiв регiону, що показано на (22).
Завдяки тому, що зваження враховує на скiльки значення є великим, це спри-
яє покращенню продуктивностi об’єднання. Приклад застосування показано на
рис. 9.

𝑠𝑗 =
∑︁
𝑖∈𝑅𝑗

𝑝𝑖 · 𝑎𝑖 (22)
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Рангове стохастичне об’єднання (Rank-based stochastic pooling, RSP)

Даний метод є досить близьким до згаданого стохастичного, бо тут також
використовується мультиомiальний розподiл (показано на (16)), завдяки чому
виникає стохастичний простiр. Але обчислення ймовiрностей вiдбувається за до-
помогою тої ж процедури, що i в зваженому ранговому об’єднаннi (20). Завдяки
цьому обчисленню ймовiрностей маємо бiльшу ймовiрнiсть для визначення не
найбiльшого елементу. Значення 𝛼 = 0, 5 призводить до якiсної роботи моделi
завдяки високому рiвню випадковостi. Рангове стохастичне об’єднання зберiгає
значно бiльше iнформацiї, порiвняно iз звичайним стохастичним, завдяки тому,
що ймовiрностi обчислюються за допомогою застосування експоненцiйної фун-
кцiї до рангiв. Таким чином через врахування вiд’ємних значень цей метод має
потенцiал позбутися проблеми масштабування. Приклад застосування показано
на рис. 9 [5, Sharma, Mehra], [16, Shi, Ye, Wu].

Рис. 9: Приклад застосування rank based pooling

2 Реалiзацiя операцiй об’єднання та їх
порiвняння

2.1 Клас змiшаного об’єднання
Для створення згорткової нейронної мережi, об’єднань i виконання навчання

та тестування будемо використовувати бiблiотеки torch i torchvision (Лiстинг 1)

Лiстинг 1: Завантаження необхiдних бiблiотек
import torch
import torchvision
import torchvision.transforms as transforms
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import torch.nn as nn
import torch.nn.functional as F
import matplotlib.pyplot as plt
import numpy as np

Для реалiзацiї даного методу об’єднання, треба додатково у клас додати пара-
метр альфа, а далi модель повертатиме пропорцiйне змiшування максимального
i середнього об’єднання (Лiстинг 2).

Лiстинг 2: Клас mixed pooling
class mixedPool(nn.Module):

def __init__(self, kernel_size, stride, alpha = 0.5, padding = 0):
super(mixedPool, self).__init__()
alpha = torch.FloatTensor([alpha])
self.alpha = nn.Parameter(alpha)
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding

def forward(self, x):
x = self.alpha * F.max_pool2d(x,

self.kernel_size,
self.stride,
self.padding) + (1 - self.alpha) * F.avg_pool2d(x,
self.kernel_size,
self.stride,
self.padding)

return x

2.2 Клас маскового об’єднування змiшування максималь-
ного та середнього

Реалiзуємо даний метод об’єднання, де навчання буде вiдбуватися для ко-
жного шару чи для шару i каналу. Для цього створимо один клас, де будуть
двi окремi функцiї, в залежностi вiд того, скiльки параметрiв для навчання по-
трiбно. У випадку, коли потрiбна одна маска для всього шару, матимемо одну
маску, яка має розмiрнiсть ядра, а у випадку коли для кожного каналу, отри-
маємо, що розмiрнiсть маски рiвна розмiрностi ядра на канал i канал. Далi у
випадку навчання для шару пробiгаємося по каналам i застосовуємо одну й ту
саму згортку, а якщо для каналу i шару, то застосовуємо цю велику маску для
всiх даних. Тобто маємо реалiзацiю класу на Лiстинг 3.

Лiстинг 3: Клас gated pooling
class gatedPool(nn.Module):

def __init__(self,in_channel, kernel_size, stride, padding = 0,
learn_option='l/c'):

super(gatedPool, self).__init__()



21

if learn_option == 'l/c':
self.mask = nn.Parameter(torch.randn(in_channel,

in_channel,
kernel_size,
kernel_size).float())

elif learn_option == 'l':
self.mask = nn.Parameter(torch.randn(1,

1,
kernel_size,
kernel_size).float())

else:
raise NameError(learn_option)

self.learn_option = learn_option
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding

def layer(self, x):
size = list(x.size())[1]
channels_gated = []

for ch in range(size):
a = x[:,ch,:,:]
a = torch.unsqueeze(a,1)
a = F.conv2d(a,self.mask,stride = self.stride)
channels_gated.append(a)

gated = channels_gated[0]
for channel_gated in channels_gated[1:]:

gated = torch.cat((gated,channel_gated),1)

alpha = F.sigmoid(gated)

x = alpha * F.max_pool2d(x,
self.kernel_size,
self.stride,
self.padding) + (1 - alpha)*F.avg_pool2d(x,

self.kernel_size,
self.stride,
self.padding)

return x

def layer_channel(self, x):
mask_channels = F.conv2d(x,self.mask,stride = self.stride)
alpha = F.sigmoid(mask_channels)
x = alpha * F.max_pool2d(x,

self.kernel_size,
self.stride,
self.padding) + (1-alpha) * F.avg_pool2d(x,

self.kernel_size,
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self.stride,
self.padding)

return x

2.3 Клас стохастичного об’єднання
Для реалiзацiї цього методу необхiдно, щоб пiсля подання батчу, данi роз-

подiлялися на регiони об’єднання. Далi проходимо по кожному регiону i засто-
совуємо ReLU. Пiсля цього вже можна зробити нормування на суму значень,
таким чином знайшовши ймовiрнiсть. Далi застосовуємо функцiю з мультино-
мiальним розподiлом, яка є в pytorch. Так отримавши iндекс, можемо записати
значення. Отже, матимемо даний результат для кожного регiону. Потiм знов
збираємо тензори у батч (ця процедура є досить схожою на ту, що була на
початку). Тобто маємо реалiзацiю цього класу на Лiстинг 4.

Лiстинг 4: Клас stochastic pooling
class stochasticPool(nn.Module):

def __init__(self, kernel_size, stride, padding = 0):
super(stochasticPool, self).__init__()
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding

def forward(self, x):
x = F.pad(x, (self.padding, self.padding, self.padding, self.padding))
n_imgs = x.shape[0]
n_channels = x.shape[1]
n_height = x.shape[2]
n_width = x.shape[3]

x = F.relu(x)
x_unfold = F.unfold(x, kernel_size=self.kernel_size, stride=self.stride)

n_regions = x_unfold.shape[-1]
n_regions_side = int(np.sqrt(n_regions))

x_unfold = x_unfold.view(n_imgs, n_channels, self.kernel_size,
self.kernel_size, n_regions).permute(0, 4, 1, 2, 3)

norm = torch.sum(x_unfold, dim=(-1, -2)).view(n_imgs, n_regions,
n_channels, 1, 1)

x_normed = torch.nan_to_num(x_unfold / norm).view(n_imgs, n_regions,
n_channels, self.kernel_size ** 2)

output = torch.zeros((n_imgs, n_channels, n_height // self.stride, n_width
// self.stride))

for idx_i, img in enumerate(x_normed):



23

for idx_r, region in enumerate(img):
for idx_c, channel in enumerate(region):

if torch.sum(channel) == 0:
output[idx_i][idx_c][idx_r // n_regions_side][idx_r %

n_regions_side] = 0
continue

idx = torch.multinomial(channel, 1)
val = channel[idx] * norm[idx_i][idx_r][idx_c][0][0]
output[idx_i][idx_c][idx_r // n_regions_side][idx_r %

n_regions_side] = val

return output

Загалом навчання нейронної мережi з даним об’єднанням займає бiльше ча-
су через нешвидку роботу функцiї з мультиномiальним розподiлом. Спочатку
було реалiзовано таким чином, що для кожної зони виконувалося нормування,
але в такому випадку модель навчалася занадто довго. Обчислення норми по-
передньо до визначення стохастичного значення збiльшило швидкiсть навчання
приблизно в 3 рази.

2.4 Клас середнього рангового об’єднання
Щоб реалiзувати даний метод об’єднання, також використовуємо розподiл

на регiони, як i в стохастичному. Далi вiдсортовуємо значення за спаданням i
беремо середнє для перших 𝑡 значень. Таким чином отримаємо клас на Лiстинг
5

Лiстинг 5: Клас rank-based average pooling

class rankAvgPool(nn.Module):
def __init__(self, kernel_size, stride, t=-1, padding = 0):

super(rankAvgPool, self).__init__()
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding
if t == -1:

self.t = kernel_size // 2
else:

self.t = t

def forward(self, x):
x = F.pad(x, (self.padding, self.padding, self.padding, self.padding))
n_imgs = x.shape[0]
n_channels = x.shape[1]
n_height = x.shape[2]
n_width = x.shape[3]

x_unfold = F.unfold(x, kernel_size=self.kernel_size, stride=self.stride)
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n_regions = x_unfold.shape[-1]
n_regions_side = int(np.sqrt(n_regions))

x_unfold = x_unfold.view(n_imgs,
n_channels,
self.kernel_size,
self.kernel_size,
n_regions).permute(0, 4, 1, 2, 3).view(n_imgs,

n_regions,
n_channels,
self.kernel_size ** 2)

t_sorted = torch.sort(x_unfold, descending=True, dim=-1).values[:, :, :, :
(self.t + 1)]

output = torch.mean(t_sorted, dim=-1).permute(0, 2, 1).view(n_imgs,
n_channels, n_regions_side, n_regions_side)

return output

Спочатку було реалiзовано за допомогою проходження по кожнiй зонi, але
в цьому випадку навчання було дуже довгим. Тому для вирiшення цiєї про-
блеми попередньо данi сортуються за допомогою sort i обчислюється середнє з
використанням mean (функцiя з бiблiотеки pytorch).

2.5 Клас зваженого рангового об’єднання
Щоб реалiзувати цей метод об’єднання, необхiдно подiбно до рангового се-

реднього, розподiлити мапу змiнних на регiони. Ймовiрностi обчислюються ще
на рiвнi iнiцiалiзацiї, бо для них достатньо знати площу ядра. Далi створюємо
тензор, що має ймовiрнiсть ту ж саму, що i поданий батч. Зваженi значення
обраховано за допомогою множення. Потiм вiдбувається сумування, яке дає
остаточнi значення для кожного регiону (Лiстинг 6).

Лiстинг 6: Клас rank-based weighted pooling
class rankWeightedPool(nn.Module):

def __init__(self, kernel_size, stride, padding = 0, alpha = 0.5):
super(rankWeightedPool, self).__init__()
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding
probas = []
for rank in range(kernel_size ** 2):

probas.append(alpha * (1 - alpha) ** rank)
self.probas = torch.Tensor(probas)

def forward(self, x):
x = F.pad(x, (self.padding, self.padding, self.padding, self.padding))
n_imgs = x.shape[0]
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n_channels = x.shape[1]
n_height = x.shape[2]
n_width = x.shape[3]

x_unfold = F.unfold(x, kernel_size=self.kernel_size, stride=self.stride)

n_regions = x_unfold.shape[-1]
n_regions_side = int(np.sqrt(n_regions))

probas = torch.cat([self.probas] * (n_imgs * n_channels *
n_regions)).view(n_imgs,

n_regions,
n_channels,
self.kernel_size ** 2)

x_unfold = x_unfold.view(n_imgs,
n_channels,
self.kernel_size,
self.kernel_size,
n_regions).permute(0, 4, 1, 2, 3).view(n_imgs,

n_regions,
n_channels,
self.kernel_size ** 2)

x_sorted = torch.sort(x_unfold, descending=True, dim=-1).values
mul = self.probas * x_sorted
output = torch.sum(mul, dim=-1).permute(0, 2, 1).view(n_imgs, n_channels,

n_regions_side, n_regions_side)

return output

2.6 Клас рангового стохастичного об’єднання
Цей метод реалiзовано дуже подiбно до минулих об’єднань, що базуються

на ранзi. Ймовiрностi також обраховуються на етапi iнiцiалiзацiї, а далi ство-
рюємо збiльшений варiант з ймовiрностями iз розмiрнiстю, яку має батч. Потiм
подiбно до стохастичного об’єднання визначаємо кожне значення, пройшовшись
циклами (Лiстинг 7).

Лiстинг 7: Клас rank-based stochastic pooling
class rankStochasticPool(nn.Module):

def __init__(self, kernel_size, stride, padding = 0, alpha = 0.5):
super(rankStochasticPool, self).__init__()
self.kernel_size = kernel_size
self.stride = stride
self.padding = padding
probas = []
for rank in range(kernel_size ** 2):

probas.append(alpha * (1 - alpha) ** rank)
self.probas = torch.Tensor(probas)
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def forward(self, x):
x = F.pad(x, (self.padding, self.padding, self.padding, self.padding))
n_imgs = x.shape[0]
n_channels = x.shape[1]
n_height = x.shape[2]
n_width = x.shape[3]

x_unfold = F.unfold(x, kernel_size=self.kernel_size, stride=self.stride)

n_regions = x_unfold.shape[-1]
n_regions_side = int(np.sqrt(n_regions))

x_unfold = x_unfold.view(n_imgs,
n_channels,
self.kernel_size,
self.kernel_size,
n_regions).permute(0, 4, 1, 2, 3).view(n_imgs,

n_regions,
n_channels,
self.kernel_size ** 2)

probas = torch.cat([self.probas] * (n_imgs * n_channels *
n_regions)).view(n_imgs,

n_regions,
n_channels,
self.kernel_size ** 2)

output = torch.zeros((n_imgs, n_channels, n_height // self.stride, n_width
// self.stride))

for idx_i, img in enumerate(x_unfold):
for idx_r, region in enumerate(img):

for idx_c, channel in enumerate(region):
idx = torch.multinomial(probas[idx_i][idx_r][idx_c], 1)
val = channel[int(idx)]
output[idx_i][idx_c][idx_r // n_regions_side][idx_r %

n_regions_side] = val

return output

2.7 Порiвняння застосування об’єднань
Згорткова нейронна мережа для MNIST

Для порiвняння роботи методiв об’єднання для першої мережi використає-
мо MNIST. Даний датасет складається з малюнкiв цифр вiд 0 до 9 розмiром 28
на 28 пiкселiв. Кожний малюнок подано у виглядi тензора розмiрнiстю 28 на
28, де кожне значення пiкселю є числом вiд 0 до 1 (тобто присутнє нормуван-
ня). Загальний вигляд екземплярiв подано на рис. 10. Навчатися модель буде
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на 6400 екземплярах через нешвидку роботу стохастичних об’єднань. Для їх
навчання на великiй кiлькостi даних необхiдно мати бiльш потужний процесор
та додатково реалiзовувати їх на iншiй мовi програмування (наприклад, С++).
Вiдповiдно через ту саму проблему тестування також вiдбувається не на цiлiй
вибiрцi, а 1000 екземплярах.

Завантажуємо данi i створюємо DataLoader з 4-ма екзмеплярами у кожному
батчi за допомогою бiблiотек torch i torchvision (Лiстинг 8)

Рис. 10: Приклад датасету MNIST [17, Lim, Young, Patton]

Лiстинг 8: Завантаження MNIST i створення DataLoader з 4 екземплярами у кожному батчi
transform = transforms.Compose(
[transforms.ToTensor()])

trainset_MNIST = torchvision.datasets.MNIST(root='./data', train=True,
download=True, transform=transform)

testset_MNIST = torchvision.datasets.MNIST(root='./data', train=False,
download=True, transform=transform)

trainset_sub = Subset(trainset, indices=range(6400))
trainloader = torch.utils.data.DataLoader(trainset_sub,
batch_size=4, shuffle=True, num_workers=2)

testset_sub = Subset(trainset, indices=range(1000))
testloader = torch.utils.data.DataLoader(testset_sub,
batch_size=4,
shuffle=True, num_workers=2)

Для класифiкацiї використаємо ЗНМ з 2 згортковими шарами мiж якими
будемо використовувати рiзнi pooling, з 3 повнозв’язними шарами, у якостi фун-
кцiї активацiї використаємо ReLU, з CrossEntropy як функцiєю втрат, а градi-
єнтний спуск буде Adam (будову мережi подано на рис. 11). Через достатньо
довгу роботу стохастичних об’єднань будемо навчатися на однiй епосi. Побу-
дуємо загальний клас мережi для MNIST, який потiм будемо наслiдувати для
майбутнього порiвняння з рiзними об’єднаннями (Лiстинг 9).
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Рис. 11: Архiтектура згорткової нейронної мережi для класифiкування MNIST

Лiстинг 9: Загальний вигляд ЗНМ для MNIST: class MNIST
class model_MNIST(nn.Module):

def __init__(self):
super(model_MNIST, self).__init__()
self.conv1 = nn.Conv2d(in_channels=1, out_channels=6, kernel_size=5)
self.conv2 = nn.Conv2d(in_channels=6, out_channels=16, kernel_size=5)
self.fc1 = nn.Linear(4 * 4 * 16, 120)
self.fc2 = nn.Linear(120, 84)
self.fc3 = nn.Linear(84, 10)
self.loss_fn = nn.CrossEntropyLoss()
self.optimizer = torch.optim.Adam(self.parameters(), lr=1e-4)

def forward(self, x):
x = self.pool1(F.relu(self.conv1(x)))
x = self.pool2(F.relu(self.conv2(x)))
x = x.reshape(x.shape[0], 4 * 4 * 16)
x = F.relu(self.fc1(x))
x = F.relu(self.fc2(x))
x = self.fc3(x)
return x

def train(self, batches):
losses = []
running_loss = 0.0
for i, batch in enumerate(batches):
X_batch, y_batch = batch

X_batch = X_batch
y_batch = y_batch

self.optimizer.zero_grad()

y_pred = self.forward(X_batch)
loss = self.loss_fn(y_pred, y_batch)
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loss.backward()
self.optimizer.step()

running_loss += loss.item()

if i % 200 == 199:
print('{} loss: {}'.format(i + 1,

round(running_loss / 200,
3)))

losses.append(running_loss)
running_loss = 0.0

plt.plot(np.arange(len(losses)), losses)
plt.show()
print('train ended')

def test(self, data):
class_correct = list(0 for i in range(10))
class_total = list(0 for i in range(10))
classes = np.arange(10)

with torch.no_grad():
for i, batch in enumerate(data):

images, labels = batch
y_pred = self.forward(images)
_, predicted = torch.max(y_pred, 1)

checker = (predicted.detach() == labels)

for i in range(4):
label = labels[i]
class_correct[label] += checker[i].item()
class_total[label] += 1

for idx, num_class in enumerate(classes):
print('Accuracy of {}: {}'.format(num_class,

round(class_correct[idx] / class_total[idx] * 100, 3)))

print('Mean accuracy = {}'.format(sum(class_correct) / sum(class_total) *
100))

Отримаємо такi результати роботи мережi iз рiзними об’єднаннями на та-
блицi 1.
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Табл. 1: Порiвняння роботи рiзних об’єднань iз однаковою архiтектурою мережi для MNIST

Назва
об’єднання

Графiк функцiї втрат (навчання) Точнiсть моделi для
кожного класу (тесту-
вання)

Average

Max

Mixed

Gated



31

Spatial
pyramid +
max

Stochastic

RAP

RWP
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RSP

Бачимо, що найкращий результат на достатньо невеликiй кiлькостi даних
має spatial pyramid у поєднаннi з max. На мою думку, серед дослiджених об’єднань,
цей є найстiйкiшим до проблеми масштабування. Також досить гарний резуль-
тат роботи мають gated i mixed. Високий вiдсоток точностi має саме gated зав-
дяки тому, що є параметр, який навчається. Через це якiсть роботи моделi не
суттєво змiнюється за збiльшення тренувальних даних на вiдмiну вiд стохасти-
чних (stochastic i RSP). Тобто у випадкових об’єднань бачимо ту саму проблему
масштабування, що виникає при недостатньо великому датасетi. Загалом pooli-
ng з випадковою складовою дають набагато кращi результати i навiть можуть
бути на рiвнi з mixed i gated, якщо навчання вiдбувається на великих даних i з
великою кiлькiстю епох, що бачимо з [15, Zeiler, Fergus]. Подивившись на гра-
фiки mixed i gated, зазначимо, що вони мають досить схожi хвости наприкiнцi.
З чого випливає, що вони дають близькi результати пiд час навчання.

Згорткова нейронна мережа для CIFAR10

Друга мережа буде навчатися класифiкувати CIFAR10. Цей датасет скла-
дається iз кольорових малюнкiв (розмiром 32 на 32 пiкселi) рiзних об’єктiв 10
типiв, як-от: лiтак, машина, птах, кiт, олень, собака, жаба, кiнь, корабель, ванта-
жiвка. Загальний вигляд екземплярiв зображено на рис. 12. Вiдповiдно кожний
малюнок подано у виглядi тензору розмiрнiстю 3 (RGB – ref green blue) на 32
на 32, де кожне значення є числом вiд 0 до 1 (тобто є нормування). Через довгу
роботу об’єднань з випадковою складовою навчання буде вiдбуватися на 3200
екземплярах, бо в цьому випадку робота вiдбувається ще довше, через те, що
для моделi необхiдне збiльшення кiлькостi каналiв, бо малюнок є кольоровим.

Завантажуємо данi i створюємо DataLoader з 4-ма екзмеплярами у кожному
батчi за допомогою бiблiотек torch i torchvision (Лiстинг 10).

Лiстинг 10: Завантаження CIFAR10 i створення DataLoader з 4 екземплярами у кожному
батчi

transform = transforms.Compose(
[transforms.ToTensor()])

trainset = torchvision.datasets.CIFAR10(root='./data', train=True,
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download=True, transform=transform)

testset = torchvision.datasets.CIFAR10(root='./data', train=False,
download=True, transform=transform)

trainset_sub = Subset(trainset, indices=range(3200))
testset_sub = Subset(testset, indices=range(600))

trainloader = torch.utils.data.DataLoader(trainset_sub, batch_size=4,
shuffle=True, num_workers=2)
testloader = torch.utils.data.DataLoader(testset, batch_size=4,
shuffle=True, num_workers=2)

Рис. 12: Приклад датасету CIFAR10 [18, github]

Архiтектура мережi складається з 2 згорткових шарiв мiж якими будемо ви-
користовувати рiзнi pooling, з 2 повнозв’язних шарiв, у якостi функцiї активацiї
також використаємо ReLU, CrossEntropy як функцiю втрат, а градiєнтний спуск
буде здiйснюватися за допомогою Adam (схему архiтектури подано на рис. 13).
Пiсля декiлькох спроб було вирiшено збiльшити кiлькiсть епох вiд 1 до 2, бо
на даному датасетi моделi набагато важче вчитися на такiй малiй кiлькостi да-
них, але через довгу роботу стохастичних об’єданань неможливо перевiрити на
бiльшому розмiрi датасету за використання засобiв python. Створимо загаль-
ний клас мережi для CIFAR10, який потiм буде наслiдуватися для порiвняння
pooling (Лiстинг 11). Реалiзацiя навчання i тестування майже не вiдрiзняється
вiд класу для MNIST. Рiзниця лише в назвах класiв зображень.

Лiстинг 11: Загальний вигляд ЗНМ для CIFAR10: class CIFAR10
class model_CIFAR10(nn.Module):

def __init__(self):
super(model_CIFAR10, self).__init__()
self.conv1 = nn.Conv2d(in_channels=3, out_channels=16, kernel_size=3)
self.conv2 = nn.Conv2d(in_channels=16, out_channels=32, kernel_size=3)
self.fc1 = nn.Linear(6 * 6 * 32, 64)
self.fc2 = nn.Linear(64, 10)
self.loss_fn = nn.CrossEntropyLoss()
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self.optimizer = torch.optim.Adam(self.parameters(), lr=1e-4)

Отримаємо такi результати при навчаннi класифiкування CIFAR10 з даною
архiтектурою на таблицi 2.

Табл. 2: Порiвняння роботи рiзних об’єднань iз однаковою архiтектурою мережi для CI-
FAR10

Назва
об’єднання

Графiк функцiї втрат (навчання) Точнiсть моделi для
кожного класу (тесту-
вання)

Average

Max

Mixed
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Gated

Spatial
Pyramid
+ max

Stochastic

RAP
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RWP

RSP

Бачимо, що навчання класифiкувати CIFAR10 на невеликiй кiлькостi даних
дає досить поганий результат загалом. Цiкаво, що на цьому датасетi найкраще
всiх навчається мережа iз gated pooling. Тобто можемо зробити припущення,
що gated i spatial pyramid є найбiльш стiйкими до проблеми масштабування.
Зазначимо, що порiвнюючи RAP i звичайне середнє об’єднання, робота ран-
гового середнього є кращою у точностi класифiкування об’єктiв. Порiвнюючи
роботу навчання мережi iз stochastic pooling на MNIST i CIFAR10, несподiва-
ним є те, що отримаємо кращий вiдносний результат пiд час навчання саме
для CIFAR10. У цьому випадку стохастичне об’єднання навiть випереджає за
точнiстю mixed. Цiкаво, що графiки функцiї втрат пiд час навчання у RAP i
average достатньо вiдрiзняються.

Додатково проведено навчання моделей без стохастичної складової на всьо-
му датасетi (таблиця 3). Так само як i пiд час навчання для MNIST, найкращий
результат дає пiрамiдальне об’єднання, але не на стiльки суттєвий. Несподiва-
ним стає те, що gated дає трошки гiрший результат, нiж mixed. Це означає,
що mixed є бiльш залежним вiд кiлькостi даних i дає кращий результат пiд
час навчання для великого тренувального датасету. Зазначимо, що найгiршi
результати мають average i max, що пiдтверджує необхiднiсть винайдення всiх
додаткових pooling, якi було розглянуто.
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Табл. 3: Порiвняння роботи рiзних об’єднань iз однаковою архiтектурою мережi для повного
датасету CIFAR10

Average Max Mixed

Gated Pyramid RAP

RWP

Згорткова нейронна мережа для fashion MNIST

Остання мережа навчатиметься класифiкувати fashion MNIST. Даний дата-
сет складається iз чорно-бiлих малюнкiв одягу 10 типiв (топ, штани, пуловер,
плаття, пальто, босонiжки, сорочка, кросiвки, сумка, ботильйони) розмiром 28
на 28 пiкселiв. Загальний вигляд екземплярiв зображено на рис. 14. Кожний
малюнок подано у виглядi тензору розмiру 28 на 28, де кожен елемент набуває
значення вiд 0 до 1 завдяки нормуванню. Навчання вiдбуватиметься для 6400
екземплярiв.

Завантажимо данi та створимо DataLoader, в якому кожний батч складати-
меться з 4-ох екземплярiв (Лiстинг 12).
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Лiстинг 12: Завантаження fashion MNIST i створення DataLoader
transform = transforms.Compose(
[transforms.ToTensor()])

trainset = torchvision.datasets.FashionMNIST(root='./data', train=True,
download=True, transform=transform)

testset = torchvision.datasets.FashionMNIST(root='./data', train=False,
download=True, transform=transform)

trainset_sub = Subset(trainset, indices=range(6400))
testset_sub = Subset(testset, indices=range(1000))

trainloader = torch.utils.data.DataLoader(trainset_sub, batch_size=4,
shuffle=True, num_workers=2)
testloader = torch.utils.data.DataLoader(testset_sub, batch_size=4,
shuffle=True, num_workers=2)

Рис. 14: Приклад датасету fashion MNIST, [19, medium]

Дана мережа для класифiкацiї fashion MNIST складається з 2 згорткових
шарiв, мiж якими будуть застосованi рiзнi об’єднання, з 3 повнозв’язних лi-
нiйних шарiв, з функцiєю активацiї ReLU, з функцiєю втрат CrossEntropy та з
градiєнтним спуском Adam (має таку ж архiтектуру як i MNIST, рис. 11). Кiль-
кiсть епох дорiвнюватиме 2. Отже, створимо загальний клас ЗНМ для fashion
MNIST, який буде наслiдуватися для порiвняння об’єднань (Лiстинг 13). Фун-
кцiї навчання i тестування вiдбуваються подiбним чином як i в MNIST. Рiзниця
лише в назвах класiв при тестуваннi.

Лiстинг 13: Загальний вигляд ЗНМ для fashion MNIST: class fashionMnist
class model_fashionMNIST(nn.Module):

def __init__(self):
super(model_fashionMNIST, self).__init__()
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self.conv1 = nn.Conv2d(in_channels=1, out_channels=6, kernel_size=5)
self.conv2 = nn.Conv2d(in_channels=6, out_channels=16, kernel_size=5)
self.fc1 = nn.Linear(4 * 4 * 16, 120)
self.fc2 = nn.Linear(120, 84)
self.fc3 = nn.Linear(84, 10)
self.loss_fn = nn.CrossEntropyLoss()
self.optimizer = torch.optim.Adam(self.parameters(), lr=1e-4)

Отже, пiсля навчання мережi з рiзними pooling, отримаємо результат на
таблицi 4.

Табл. 4: Порiвняння роботи рiзних об’єднань iз однаковою архiтектурою мережi для

Назва
об’єднання

Графiк функцiї втрат (навчання) Точнiсть моделi для
кожного класу (тесту-
вання)

Average

Max

Mixed
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Gated

Spatial
Pyramid
+ max

Stochastic

RAP
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RWP

RSP

Найкращий результат отримали мережа iз gated i spatial pyramid pooling.
Важливо зазначити, що звичайне стохастичне об’єднання дає гiршi результати,
анiж рангове. Але так вiдбувається лише пiд час навчання для fashion MNIST.
З чого можемо зробити припущення, що проблема масштабування не завжди
вирiшується за допомогою обчислення ймовiрностей за рангом. Порiвняно з ми-
нулими мережами, в цiй досить поганий результат дає mixed. На мою думку,
це вiдбувається через те, що середнє об’єднання дає найгiрший результат, а як
вiдомо, mixed pooling об’єднує max i average. Досить суттєва рiзниця мiж робо-
тою звичайного та рангового середнього об’єднання.

2.8 Загальне порiвняння

Назва об’єднання MNIST CIFAR10 fashion MNIST
Max 82.5 33.5 71.4
Average 83.3 30.17 66.7
Mixed 83.5 34.5 70
Gated 84.6 36.5 72
Spatial pyramid + max 89.2 36.3 72.4
Stochastic 80.4 35.7 67
Rank-based average 82 34.3 71.3
Rank-based weighted 81 32.7 71.3
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Rank-based stochastic 79.2 32.3 70.5

Табл. 5: Порiвняння точностi згорткових нейронних мереж iз рiзними об’єднаннями пiд час
тестування

Загалом бачимо на таблицi 5, що через високу чутливiсть до проблеми мас-
штабування стохастичне об’єднання не дає високих результатiв. Навiть рiшення
обраховування ймовiрностей за допомогою рангiв не дає бажаного результату
на такiй невеликiй вибiрцi та на декiлькох епохах. З чого можна зробити висно-
вок, що для використання рангового стохастичного об’єднання також необхiдна
бiльша кiлькiсть даних. Рiзниця чутливостi цих методiв до розмiру вибiрки по-
требує додаткових дослiджень.

Маскове i звичайне змiшане об’єднання загалом дають високий результат
серед усiх моделей. Цiкаво зазначити, що чим меншою є вибiрка, тим бiльше
gated випереджає максимальне i середнє за точнiстю. Також хочу згадати, що
на бiльшiй вибiрцi даний метод не випереджає навiть максимальне об’єднання.
Iз чого випливає, що цей метод завдяки параметру, що навчається, є менш чу-
тливим до проблеми масштабування, але не досконалим для вирiшення багатьох
задач.

Серед рангових об’єднань випереджає для всiх вибiрок саме середнiй. Мо-
жна зробити припущення, що цей метод є менш чутливим до масштабування,
але не кращим у випадку великої вибiрки та кiлькостi епох. Проте точне визна-
чення потребує додаткових дослiджень.

Найкращий результат на великiй та малiй вибiрцi серед усiх має пiрамiдаль-
не об’єднання. Загалом цей метод дає, як мiнiмум, однi з кращих результатiв
серед усiх моделей. Тому стає зрозумiлим те, що це об’єднання набуває ширшого
використання у згорткових нейронних мережах.
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Висновки
У роботi розглянуто як теоретично працюють mixed, gated, spatial/temporal

pyramid, stochastic, rank-based average, rank-based weighted, rank-based stochastic
i їх певнi особливостi. Також реалiзовано цi методи на мовi програмування
Python з використанням бiблiотеки pytorch.

Розглянуто 3 приклади застосування цих методiв для згорткових нейронних
мереж, що класифiкують зображення (датасети: MNIST, CIFAR10, fashion MNI-
ST). Також порiвняно їх роботу в залежностi вiд кiлькостi даних для навчання.
Перевiрено на цих прикладах їх чутливiсть до проблеми масштабування.
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