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Анотацiя

Метою квалiфiкацiйної роботи є прогнозування цiни на новi товари, тобто
без iсторiї продажiв на основi цiн сусiднiх схожих товарiв.

У роботi була розроблена цiноутворююча гiбридна модель для товарiв з
холодним стартом за допомогою градiєнтного бустингу ( Gradient Boosting
Decision Trees, GBDT ). Були знайденi сусiднi товари до заданого SKU мето-
дом К-найближчих сусiдiв ( K-Nearest Neighbor, KNN ). Також були знайденi
значення середньоквадратичної помилки та середньої абсолютної помилки
для оцiнки точностi моделi.
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1 Вступ

1.1 Актуальнiсть

Прогнозна цiноутворююча модель для товарiв з холодним стартом є надзви-
чайно актуальною темою в сучасних умовах розвитку електронної комерцiї
та роздрiбної торгiвлi. Задача прогнозування цiн на новi товари, для яких
вiдсутня iсторiя продажiв та цiнових даних, є важливою проблемою для бага-
тьох компанiй. Ефективне рiшення цiєї задачi дозволяє оптимiзувати процес
цiноутворення, збiльшити прибутковiсть та знизити ризики.

Проблема прогнозного цiноутворення для нових товарiв виникла разом
з розвитком електронної комерцiї. У 2000-х роках з’явилися першi спроби
використання алгоритмiв машинного навчання для прогнозування цiн. У мо-
нографiї Hastie et al. (2009) були узагальненi результати дослiджень у цiй
сферi, що значно просунули розумiння методiв прогнозного моделювання. У
подальших дослiдженнях, таких як робота Harrington (2012), були описанi
новi пiдходи та алгоритми, що дозволили покращити точнiсть прогнозiв.

У нашiй роботi ми зосереджуємося на створеннi моделi прогнозного цiно-
утворення для товарiв з холодним стартом. Ми використовуємо градiєнтний
бустинг як основний метод для побудови моделi, оскiльки вiн дозволяє ефе-
ктивно обробляти складнi залежностi мiж ознаками товарiв та їх цiнами.
Наша мета знайти групу схожих товарiв та побудувати модель, яка зможе
точно прогнозувати цiну нових товарiв на основi обмеженого набору ознак.

Тема цiєї роботи є надзвичайно актуальною. Використання машинного
навчання для вирiшення завдань цiноутворення вiдкриває новi можливостi
для бiзнесу та допомагає знижувати ризики, пов’язанi з випуском нових то-
варiв на ринок. Крiм того, наш пiдхiд може бути адаптований для вирiшення
iнших завдань у сферi прогнозування та аналiтики даних, що робить його
унiверсальним iнструментом у сучасному свiтi бiзнесу.

1.2 Мета, завдання дослiдження

Метою квалiфiкацiйної роботи є розгляд декiлькох альтернативних пiдходiв
до задачi прогнозування цiни на новий товар з певної групи товарiв викори-
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стовуючи методи GBDT та KNN. Завданням є побудувати гiбридну модель
та оцiнити точнiсть цiєї моделi.
Це передбачає розгляд таких задач:

• Огляд iснуючих методiв та моделей.

• Побудова першого етапу гiбридної моделi а саме: пошук групи схожих
товарiв, якi ми розглядаємо використовуючи метод KNN (K-Nearest Nei-
ghbor).

• Побудова другого етапу гiбридної моделi а саме: прогнозування цiни на
товар без предiсторiї (з холодним стартом) використовуючи модель GBDT.

• Оцiнка моделi.

• Практична реалiзацiя:

– Обробка та пiдготовка даних.

– Прогнозування цiни на основi створеної гiбридної моделi.

1.3 Огляд лiтератури

Модель багаторукого бандита (Multi-armed bandit)
Модель багаторукого бандита - це математична модель, яка використовується
для прийняття рiшень у ситуацiях, де потрiбно збалансувати експлорацiю
(дослiдження нових варiантiв) та експлуатацiю (використання вже вiдомих
та ефективних стратегiй).

Вiдповiдно до книги Lattimore and Szepesvári (2020) розглянемо, як пра-
цює дана модель. Уявiмо, що маємо кiлька рiзних цiнових стратегiй, i ми
хочемо визначити, яка з них найефективнiша для нового товару, який не
має iсторiї продажiв (холодний старт). Модель багаторукого бандита дозво-
ляє системi ефективно експериментувати з рiзними цiновими стратегiями для
товару. Кожна рука моделi вiдповiдає однiй цiновiй стратегiї, i сама модель
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визначає, яку стратегiю використовувати для максимiзацiї очiкуваного при-
бутку. Моделi багаторукого бандита ефективно збирає данi про вiдгуки на но-
вий товар, експериментуючи з рiзними цiнами i швидше знаходячи оптималь-
ну цiнову стратегiю для максимiзацiї прибутку в умовах холодного старту.
Такий пiдхiд сприяє швидшiй адаптацiї до ринкових умов та споживацьких
уподобань.

Дерева рiшень та Випадковий лiс
Дерево рiшень - це алгоритм машинного навчання, який використовується
як для класифiкацiї, так i для регресiї. Описаний даний алгоритм у роботi
Breiman (2017).
Основна iдея полягає у створеннi дерева, де кожен вузол представляє певний
тест на ознаку даних, а кожне ребро вiдображає можливий результат цього
тесту. У результатi, шлях вiд кореневого вузла до листового вузла представ-
ляє собою послiдовнiсть рiшень, якi призводять до класифiкацiї об’єкта чи
прогнозування його значення. Дерева рiшень легко iнтерпретуються, оскiль-
ки їх можна вiдобразити графiчно. Вони також володiють природною зда-
тнiстю до управлiння перенавчанням та адаптацiєю до даних. Для задачi
пошуку найближчих товарiв до заданого, дерева рiшень використовуються
для класифiкацiї товарiв за їх ознаками та структурованням.

Випадковий лiс є розширенням дерев рiшень i є одним з найпопулярнiших
алгоритмiв машинного навчання. Вперше вiн був представлений у роботi Ho
(1995).
Основна iдея полягає в тому, що випадковий лiс побудований на основi де-
кiлькох дерев рiшень, кожен з яких навчається на випадковiй пiдмножинi
даних i випадковiй пiдмножинi ознак. Коли потрiбно зробити прогноз, кожне
дерево надає свiй внесок, а результат обчислюється у середньому або шля-
хом голосування. Випадковi лiси вiдомi своєю високою точнiстю та володiють
здатнiстю уникати перенавчання. Вони широко використовуються в задачах
класифiкацiї, регресiї та кластеризацiї.

Нейроннi мережi
Iдея використання нейронних мереж для задачi прогнознозування цiни на
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товар з холодним стартом виникла в серединi 20-го столiття, коли почали
активно дослiджувати можливостi використання машинного навчання в еко-
номiцi та бiзнесi. Однак, використання нейронних мереж для цiльового цiно-
утворення стало популярним з поширенням обчислювальних технологiй та
збiльшенням доступностi великих обсягiв даних. Алгоритм роботи полягає в
тому, що на основi зiбраних даних про сусiднi схожi товари, створюється ней-
ронна мережа (одношарова чи багатошарова, з рiзними типами шарiв). Ваги
нейронiв оновлюються в процесi навчання таким чином, щоб мiнiмiзувати по-
милку мiж прогнозованими i фактичними результатами. Одним iз прикладiв
використання нейронних мереж для задачi прогнозування цiни на товар є ро-
бота Qian et al. (2019), де використовуються Графовi нейроннi мережi. Серед
переваг нейронних мереж можна виокремити те, що вони можуть працюва-
ти з великими обсягами даних та мають високу точнiсть прогнозiв. Якщо
говорити про недолiки - то це те, що нейроннi мережi зазвичай потребують
велику кiлькiсть даних, та тей факт, що у багатьох випадках вони є доволi
складними для iнтерпретацiї

Iснуючi методи пошуку найближчих сусiдiв
Далi ми розглянемо вiдомi методи, якi застосовуються для вирiшенння

проблеми пошуку найближчих сусiдiв.

1. Методи матричного розкладу
Згiдно з дослiдженням Koren et al. (2009), методи матричного розкладу, такi
як Singular Value Decomposition (SVD), дозволяють ефективно робити реко-
мендацiї на основi iсторiї покупок користувачiв та їх взаємодiї з продуктами.
Алгоритм матричного розкладання, запропонований Koren et al. (2009), по-
лягає у розкладаннi матрицi рейтингiв користувачiв та товарiв на два бiльш
простих матрицi: матрицю профiлiв користувачiв та матрицю профiлiв това-
рiв. Для пошуку найближчих сусiднiх товарiв до заданого цей процес зазви-
чай вiдбувається в два етапи:

• Створення простору ознак: Спочатку товари представляються у виглядi
векторiв у просторi ознак. Цi вектори можна отримати шляхом матри-
чного розкладання, де кожна товарна позицiя буде мати свiй векторний
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представник на основi iнформацiї про її характеристики та рейтинги, якi
надають їй користувачi.

• Обчислення подiбностi: Пiсля того, як товари будуть представленi у ви-
глядi векторiв у просторi ознак, можна обчислити схожiсть мiж ними. Це
може бути зроблено, наприклад, за допомогою косинусної схожостi або
евклiдової вiдстанi мiж векторами. Товари з найбiльшими показниками
до заданого будуть найближчими товарами.

2. Пошук за допомогою просторових хеш-таблиць (Locality-Sensitive Hashi-
ng, LSH)

Locality-Sensitive Hashing (LSH) – це метод для пошуку схожих об’єктiв у
великих наборах даних, особливо у високовимiрних просторах. Iдея полягає в
тому, щоб хешувати схожi об’єкти у тi ж самi "вiдра"з високою ймовiрнiстю,
тим самим скорочуючи обсяг даних, який потрiбно переглядати для пошу-
ку найближчих сусiдiв. LSH був вперше запропонований в роботi Indyk and
Motwani (1998).
Основна iдея алгориму LSH полягає в тому, що використовується сiмейство
хеш-функцiй, якi мають властивiсть "просторової чутливостi": схожi об’єкти
з високою ймовiрнiстю мають однаковi хешi.
Для евклiдових просторiв часто використовуються хеш-функцiї, заснованi на
випадкових проекцiях:

ℎa,𝑏(v) =

⌊︂
a · v + 𝑏

𝑤

⌋︂
,

де a – випадковий вектор, 𝑏 – випадкове змiщення, а 𝑤 – параметр ширини
«вiдра» ( визначає розмiр вiдрiзку простору, на який данi розбиваються при
хешуваннi ).
До переваг даного алгоритму можна вiднести швидкiсть та масштабованiсть,
а до недолiкiв - те, що вiн дає не точнi, а приблизнi результати.

3. Графовi методи (Hierarchical Navigable Small World, HNSW)
Графовi методи для пошуку найближчих сусiдiв використовують графи для
органiзацiї даних, що дозволяє ефективно знаходити найближчi точки. Один
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з найбiльш популярних алгоритмiв у цiй категорiї — Hierarchical Navigable
Small World (HNSW).

Вiдповiдно до роботи Aumüller et al. (2020), основна iдея полягає в то-
му, що HNSW будує граф, де вершини представляють точки даних, а ребра
з’єднують близькi точки. Граф органiзований в декiлька рiвнiв, де верхнi
рiвнi мають менше точок i служать для швидкої навiгацiї, а нижнi — бiльш
детальнi та точнi. Переваги алгоритму це швидкiсть, точнiсть, а недолiки -
складнiсть реалiзацiї, час побудови, використання великих обсягiв пам’ятi.

1.4 Опис структури квалiфiкацiйної роботи

Дана квалiфiкацiйна робота складається з наступних роздiлiв.
В роздiлi «Перелiк умовних позначень» вiдповiдно мiстяться всi умовнi по-
значення разом iз поясненнями, якi зустрiчаються в роботi.

Роздiл «1 Вступ» складається з 4 пiдроздiлiв: «1.1 Актуальнiсть» - де опи-
сується чому дане дослiдження взагалi є актуальним; «1.2 Мета, завдання
дослiдження» - в даному пiдроздiлi ми чiтко формуємо мету роботи, та кон-
кретнi завдання, якi потрiбно виконати; «1.3 Огляд лiтератури» - в даному
пiдроздiлi зазначенi та коротко описанi вiдомi методи, якi використовуються
для вирiшення задачi цiноутворення на товар з холодним стартом; «1.4 Опис
структури квалiфiкацiйної роботи» - це даний роздiл, де ми описуємо з чого
складається кожний роздiл, та про що в ньому йде мова.

Роздiл «2 Теоретична частина» складається з 3 пiдроздiлiв: «2.1 Пошук най-
ближчих сусiдiв до дослiджуваного SKU» - в даному пiдроздiлi зазначаються
вiдомi методи пошуку найближчих сусiдiв та описується метод KNN, який
далi використовується у роботi; «2.2 Метод градiєнтного бустингу (Gradient
Boosting Decision Tree, GBDT) у задачi цiноутворення для товарiв з холодним
стартом» - в даному роздiлi повнiстю описується теоретична частина вiд де-
рев рiшень до GBDT; «2.3 Оцiнки моделi» - тут зазначаються та описуються
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рiзнi методи оцiнки, якi використовуються у роботi для побудованої моделi.

Роздiл «3 Програмна частина» складається з 3 пiдроздiлiв: «3.1 Датасет»
- в даному пiдроздiлi описується датасет та його попередня обробка; «2.2
Програмна реалiзацiя методу KNN» - опис програмної частини використан-
ня методу KNN; «3.3 Програмна реалiзацiя прогнозування цiни на товар з
використанням GBDT» - побудова та налаштування моделей, вiзуалiзацiя та
iнтерпретацiя отриманих результатiв.

В роздiлi «Висновки» формуються результати даної квалiфiкацiйної роботи
та перспективи подальшого дослiдження.

В роздiлi «Список лiтератури» зазначенi список всiх джерел, якi використо-
вувались у ходi даної роботи.
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2 Теоретична частина

В данiй роботi ми прогнозуємо цiну товару на основi двох рiзних груп товарiв
(знайдених найближчих сусiдiв до заданого товару). До першої групи най-
ближчих сусiдiв входять всi товари з датасету, якi були знайденi за допомогою
методу KNN. До другої ж групи найближчих сусiдiв входять лише товари з
тiєї категорiї, кiлькiсть входжень до якої є найбiльшою серед всiх знайдених
найближчих сусiдiв. Саме в цьому i полягає наукова новизна нашої роботи.
Це є дуже важливою складовою в сучасних умовах швидкозростаючого рин-
ку, оскiльки разом зi зростом ринку, збiльшуються й датасети з якими власне
i працює побудована модель. Через цей зрiст для менеджера магазину буде
дуже важливо отримувати прогноз цiни на новий товар, як опираючись лише
на товари з конкретної категорiї, так i взагалому на всi товари, якi є сусiднi-
ми до заданого. В данiй роботi ми порiвнюємо отриманi результат для рiзних
груп товарiв, та робимо вiдповiднi висновки.

2.1 Пошук найближчих сусiдiв до дослiджуваного SKU

Stock Keeping Unit (SKU) — це iдентифiкатор товарної позицiї, одиниця облi-
ку запасiв, складський номер, який використовується в торгiвлi для вiдсте-
ження статистики по реалiзованих товарах, або послугах.

Пошук найближчого сусiда є важливим iнструментом у багатьох галу-
зях iнформатики, такi як розпiзнавання зображень, машинне навчання та
комп’ютерна лiнгвiстика. Наприклад, можна використовувати пошук най-
ближчого сусiда на дескрипторах зображень, щоб розпiзнати рукописний
текст цифр, або можна знайти семантично подiбнi фрази до даної фрази.
До того ж, пошук найближчих сусiдiв використовується для вирiшення та-
ких завдань, як рекомендацiйнi системи та аналiз великих об’ємiв даних. Вiн
дозволяє здiйснювати класифiкацiю нових об’єктiв на основi подiбностi iз вже
iснуючими, а також знаходити структурнi аналогiї у наборах даних.

Метод К-найближчих сусiдiв ( K-Nearest Neighbor, КNN )
Метод К-найближчих сусiдiв (КNN) є одним iз найфундаментальнiших
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i найпростiших методiв класифiкацiї та був одним iз перших варiантiв для
класифiкацiйного дослiдження, коли немає або немає попереднiх знань про
розподiл даних. Метод КNN був розроблений з необхiдностi виконувати дис-
кримiнацiйний аналiз, коли надiйнi параметричнi оцiнки щiльностi ймовiр-
ностi невiдомi або їх важко визначити. У неопублiкованому звiтi Fix (1985)
представили непараметричний метод класифiкацiї шаблонiв, який з тих пiр
став вiдомим як метод К-найближчих сусiдiв. Пiзнiше в 1967 роцi було розро-
блено деякi формальнi властивостi методу КNN, наприклад, в роботi Cover
and Hart (1967) було показано, що для 𝑘 = 1 та 𝑛 → ∞ похибка класифiкацiї
k-найближчого сусiда обмежена вище подвоєною частотою помилок Байєса.
Пiсля встановлення таких формальних властивостей методу, почалася довга
лiнiя дослiджень, включаючи новi пiдходи до вiдхилення (Hellman (1970)),
уточнення щодо частоти помилок Байєса (Fukunaga and Hostetler (1975)),
пiдходи, зваженi на вiдстанi (Dudani (1976); Bailey and Jain (1978)), методи
м’якого обчислення (Bermejo and Cabestany (2000)) i нечiткi методи (Jóźwik
(1983); Keller et al. (1985)).

Мiжвибiркова геометрична вiдстань
Метод КNN зазвичай базується на евклiдовiй вiдстанi, або косинуснiй подi-
бностi мiж тестовим зразком i вказаними навчальними зразками. Нехай 𝑥𝑖

- це вектор з 𝑝 ознаками, 𝑛 - загальна кiлькiсть векторiв (𝑛) i 𝑝 - загальна
кiлькiсть ознак. Евклiдова вiдстань мiж зразком 𝑖 та 𝑗 визначається як:

𝑑(𝑥𝑖, 𝑥𝑗) = (𝑥𝑖1 − 𝑥𝑗1)
2 + (𝑥𝑖2 − 𝑥𝑗2)

2 + . . .+ (𝑥𝑖𝑝 − 𝑥𝑗𝑝)
2.

Коли ми використовуємо косинусну подiбнiсть, вiдстань мiж двома вектора-
ми визначається як кут мiж ними, а не як рiзниця їх значень. Ось як це
виглядатиме для косинусної подiбностi:

cosine_similarity(𝑥𝑖, 𝑥𝑗) =
𝑥𝑖 · 𝑥𝑗

‖𝑥𝑖‖ · ‖𝑥𝑗‖
, (1)

де 𝑥𝑖 · 𝑥𝑗 - це скалярний добуток мiж векторами 𝑥𝑖 i 𝑥𝑗, а ‖𝑥𝑖‖ i ‖𝑥𝑗‖ - їхнi
довжини вiдповiдно.
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Правило прийняття рiшення та матриця невiдповiдностей.
Класифiкацiя зазвичай передбачає розподiл зразкiв на тренувальнi та те-

стовi категорiї. Нехай 𝑥𝑖 - тренувальний зразок, 𝑥𝑗 - тестовий зразок, 𝑤𝑖

- справжнiй клас тренувального зразка, 𝑤𝑗 - передбачений клас тестового
зразка. Тут 𝑊 - загальна кiлькiсть класiв. Пiд час процесу тренування ми
використовуємо лише справжнiй клас 𝑤𝑖 кожного тренувального зразка для
навчання класифiкатора, тодi як пiд час тестування ми передбачаємо клас
𝑤𝑗 кожного тестового зразка.
За правилом 1-найближчого сусiда передбачений клас тестового зразка 𝑥𝑗

встановлюється рiвним справжньому класу 𝑤𝑖 його найближчого сусiда, де
𝑥𝑚 є найближчим сусiдом для 𝑥𝑗. Для К-найближчих сусiдiв передбачений
клас тестового зразка 𝑥𝑗 встановлюється рiвним найбiльш часто зустрiчаю-
ться справжнiм класом серед найближчих тренувальних зразкiв. Це формує
правило прийняття рiшення.
Матриця невiдповiдностей, що використовується для табулювання передба-
чень класу тестових зразкiв пiд час тестування, позначається як 𝐶 i має роз-
мiри 𝑊 ×𝑊 . Пiд час тестування, якщо передбачений клас тестового зразка
𝑥𝑗 є вiрним (тобто 𝑤𝑖 = 𝑤𝑗), тодi дiагональний елемент матрицi невiдповiд-
ностей збiльшується на 1. Однак, якщо передбачений клас невiрний (тобто
𝑤𝑖 ̸= 𝑤𝑗), тодi позадiагональний елемент матрицi збiльшується на 1.
Пiсля класифiкацiї всiх тестових зразкiв точнiсть класифiкацiї базується на
вiдношеннi кiлькостi правильно класифiкованих зразкiв до загальної кiлько-
стi класифiкованих зразкiв, поданiй у формi

𝐴𝑐𝑐 =

∑︀
𝑤 𝑐𝑤𝑤
𝑛total

,

де 𝑐𝑤𝑤 - дiагональний елемент 𝐶, а 𝑛total - загальна кiлькiсть класифiкованих
зразкiв( Peterson (2009)).

Алгоритм методу KNN:
1. Нехай маємо набiр даних (𝑥𝑖, 𝑦𝑖) = {(𝑥1, 𝑦1), (𝑥2, 𝑦2), ..., (𝑥𝑛, 𝑦𝑛)}, де 𝑥𝑖 -

це вектор ознак i-го товару, а 𝑦𝑖 - вiдповiдна мiтка класу або значення.
2. Для класифiкацiї нового об’єкта 𝑥𝑛𝑒𝑤 спочатку вимiряємо вiдстань мiж
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𝑥𝑛𝑒𝑤 i всiма iншими об’єктами в наборi даних. Зазвичай використовується
косинусна подiбнiсть, формула (1).

3. Обираємо 𝑘 найближчих сусiдiв 𝑥𝑖, якi мають найменшi вiдстанi до 𝑥𝑛𝑒𝑤.

Зчитування
вхiдних
даних

Обробка
даних

Пошук
найбiльш
схожих
товарiв

Результати

Рис. 1: Блок-схема процесу роботи методу KNN

Ми обираємо саме метод KNN для пошук найближчих сусiдiв саме через
те, що вiн є ефективним iнструментом у задачах, де важлива точнiсть про-
гнозування, а також вiн дозволяє швидко аналiзувати та обробляти великi
обсяги даних i знаходити в них закономiрностi, що допомагає у вирiшеннi
задачi цiноутворення.

2.2 Метод градiєнтного бустiнгу (Gradient Boosting Deci-

sion Trees, GBDT) у задачi цiноутворення для това-

рiв з холодним стартом

Дерева рiшень
Дерева рiшень це модель машинного навчання, яка є одним iз найбiльш попу-
лярних методiв розв’язання задач класифiкацiї та прогнозування. Якщо за-
лежна, тобто цiльова змiнна приймає неперервнi значення, то дерево рiшень
установлює залежнiсть цiєї змiнної вiд незалежних змiнних, тобто розв’язує
задачу чисельного прогнозування. Найпростiший варiант вигляду дерева рi-
шень - це певний спосiб показати набiр правил в iєрархiчнiй, послiдовнiй
структурi (вiдповiдi «Так» чи «Нi» на перелiз питань). Кожне дерево рiшень
має кореневий вузол, гiлки, внутрiшнi вузли та листовi вузли.
Для дерева рiшень важливим поняттям є критерiй розщеплення, що нази-
вають його критерiєм розбивки. Даний критерiй вимiрює нечистоту вузла
рiшення в деревi, для того щоб вiдсортувати атрибути для подальшого по-
дiлу на 2 секцiї для регресiї. Найбiльш вiдомi критерiї розбивки - це iндекс
Gini та ентропiя.
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Iндекс Gini - за його допомогою, атрибут обирається за допомогою вiдстаней
мiж розподiлами класiв, обчислюється за формулою:

gini(𝑇 ) = 1−
𝑛∑︁

𝑗=1

𝑝2𝑗 ,

де 𝑇 - набiр даних, 𝑝𝑗 - ймовiрнiсть класу 𝑗 у вузлi 𝑇 , а 𝑛 - кiлькiсть класiв.

Ентропiя - мiра iнформативностi пiдпросторiв атрибутiв, обчислюється за
формулою:

Entropy(𝑥𝑖) = −
∑︁
𝑐∈𝐶

𝑑(𝑐) log2(𝑑(𝑐)),

де 𝑥𝑖 - розглядуваний набiр даних, 𝑐 - класи в наборi даних 𝑥𝑖, 𝑑(𝑐) - частка
точок даних, що належать до класу 𝐶 вiдносно загальної кiлькостi точок
даних у наборi даних 𝑥𝑖. Значення ентропiї коливаються вiд 0 до 1. Ентропiя,
рiвна 0, вказує на те, що всi випадки в наборi даних належать до одного
класу, тодi як ентропiя, рiвна 1, вказує на максимальне рiзноманiття.
Дiапазон значень ентропiї - вiд 0 до 1, де 0 - свiдчить про те, що всi входжен-
ня до набору даних схожi, а 1 - свiдчить про те, що всi входження до набору
максимально рiзнi.

Бустинг
Бустинг - це метод, що використовується в машинному навчаннi для змен-

шення помилок у прогнозному аналiзi даних. Тобто потрiбно натренувати
моделi машинного навчання, на вiдомих даних, щоб робити припущення про
невiдомi данi. Одна модель машинного навчання може робити помилки у
прогнозах залежно вiд точностi навчального набору даних. Наприклад, якщо
модель була навчена на недостатньому наборi даних, вона може час вiд ча-
су давати невiрнi результати. Boosting намагається подолати цю проблему
шляхом послiдовного тренування декiлькох моделей для пiдвищення точно-
стi всiєї системи.
Тобто, бустинг покращує точнiсть прогнозування та продуктивнiсть моделей
машинного навчання, перетворюючи декiлька слабких учнiв на одну сильну
навчальну модель. Слабкi учнi (Weak Learners) - це моделi, якi самостiйно
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можуть робити прогнози, тобто вони мають низьку точнiсть прогнозування,
схожу на випадкове вгадування, схильнi до перенавчання, тобто вони не мо-
жуть класифiкувати данi, якi сильно вiдрiзняються вiд їхнього початкового
набору даних. Сильнi учнi (Strong Learners) - це ансамблi слабких учнiв, якi
об’єднанi таким чином, що результуюча модель має високу точнiсть прогно-
зiв. Бустинг перетворює систему слабких учнiв на єдину сильну навчальну
систему
Бустинг створює ансамбльну модель, комбiнуючи кiлька слабких дерев рi-
шень послiдовно. Воно присвоює ваги виходу кожного окремого дерева. По-
тiм воно надає неправильним класифiкацiям вiд першого дерева рiшень ви-
щу вагу та ввiд до наступного дерева. Пiсля численних циклiв метод бустинг
об’єднує цi слабкi правила в одне потужне правило прогнозу.
Бустинг i Беггiнг - це два загальнi методи ансамблей, якi покращують то-
чнiсть прогнозування. Основна вiдмiннiсть мiж цими методами навчання -
це метод навчання. Беггiнг покращує точнiсть слабких учнiв, навчаючи кiль-
ка з них одночасно на кiлькох наборах даних. Натомiсть, у бустингу слабкi
учнi навчаються один за одним.
Алгоритм виконує наступнi загальнi кроки для навчання моделi бустингу:
1. Спочатку кожному зразку даних (𝑥𝑖, 𝑦𝑖) присвоюються початковi рiвнi ваги
𝑤𝑖. Данi потiм передаються до першого базового алгоритму, який називається
базовим алгоритмом ℎ1(𝑥). Базовий алгоритм робить прогнози для кожного
зразка даних:

ℎ1(𝑥𝑖).

2. Далi оцiнюються прогнози моделi та вага кожного зразка оновлюється згi-
дно з помилкою прогнозу. Також, присвоюється вага в залежностi вiд про-
дуктивностi моделi. Модель, яка дає кращi прогнози, матиме значний вплив
на кiнцеве рiшення. Для кожного зразка даних визначається коефiцiєнт 𝜌𝑗,
який вiдображає вагу базового алгоритму ℎ𝑗(𝑥) в кiнцевому прогнозi.

3. Зваженi данi передаються до наступного базового алгоритму ℎ𝑗+1(𝑥).

4. Кроки 2 i 3 повторюються доти, поки помилки на навчальних даних не
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будуть меншi за певний порiг.
З точки зору математики, отримуємо:

ℎ(𝑥) =
𝑚∑︁
𝑗=1

𝜌𝑗ℎ𝑗(𝑥),

де 𝜌 - ваги 𝑗-го класифiкатора.

Градiєнтний спуск
Метод градiєнтного спуску ґрунтується на принципi, що якщо функцiя

багатьох змiнних 𝐹 (𝑥) визначена та має похiднi в околицi точки 𝑎, то 𝐹 (𝑥)

найшвидше зменшується при русi вiд точки 𝑎 у напрямку негативного гра-
дiєнта 𝐹 в точцi 𝑎, позначеного як −∇𝐹 (𝑎) (де ∇ позначає градiєнт, вектор
часткових похiдних функцiї). Це означає, що якщо

𝑎𝑛+1 = 𝑎𝑛 − 𝛾∇𝐹 (𝑎𝑛)

при достатньо малому кроцi (або швидкостi навчання) 𝛾 ∈ R+, то

𝐹 (𝑎𝑛) ≥ 𝐹 (𝑎𝑛+1).

Iнакше кажучи, 𝛾∇𝐹 (𝑎) вiднiмається вiд 𝑎, оскiльки ми прагнемо рухатися
проти градiєнта до локального мiнiмуму. З цього розумiння, ми починаємо
з 𝑥0 як початкового припущення для локального мiнiмуму 𝐹 , i розглядаємо
послiдовнiсть 𝑥0, 𝑥1, 𝑥2, . . . таку, що

𝑥𝑛+1 = 𝑥𝑛 − 𝛾𝑛∇𝐹 (𝑥𝑛)

для 𝑛 ≥ 0.
Як результат, ми маємо

𝐹 (𝑥0) ≥ 𝐹 (𝑥1) ≥ 𝐹 (𝑥2) ≥ . . . ,

i очiкуємо, що послiдовнiсть 𝑥𝑛 наближатиметься до локального мiнiмуму.
Варто зазначити, що розмiр кроку 𝛾 може змiнюватися на кожнiй iтерацiї.
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Метод градiєнтного бустiнгу GBDT
Метод градiєнтного бустiнгу (Gradient Boosting Decision Trees, GBDT) — це
ансамблевий метод машинного навчання, який використовується для вирiше-
ння завдань регресiї, класифiкацiї та iнших задач. Даний метод вперше був
запропонований Джеромом Фрiдманом в 1999 роцi Friedman (1999).

Ми маємо навчальний набiр даних, який складається з 𝑛 спостережень.
Кожне спостереження мiстить iнформацiю про цiну товару 𝑦𝑖 та його ознаки
(назву та категорiю товару). Також, нам дано певний SKU, для якого ми
хочемо здiйснити прогноз цiни.
Позначимо навчальний набiр як (𝑥𝑖, 𝑦𝑖), де 𝑥𝑖 - вектор ознак 𝑖-го товару, 𝑦𝑖
- його цiна. Наша мета - побудувати модель 𝐹 (𝑥), яка прогнозує цiну для
нового SKU на основi ознак товару 𝑥.
Модель градiєнтного бустiнгу буде апроксимувати функцiю 𝐹 (𝑥) шляхом до-
давання слабких моделей у виглядi ансамблю. Кожна наступна модель нама-
гатиметься покращити попереднi прогнози шляхом апроксимацiї залишкової
функцiї. Апроксимацiя

𝐹 (𝑥) ≈ 𝐹0(𝑥) +
𝑀∑︁

𝑚=1

ℎ𝑚(𝑥),

де 𝐹0(𝑥) - це початкове базове значення, а ℎ𝑚(𝑥) - вклад 𝑚-тої моделi.
Позначимо 𝐹𝑚(𝑥) - прогноз, зроблений моделлю пiсля 𝑚 iтерацiй. При добав-
леннi 𝑚-тої моделi, ми намагаємося мiнiмiзувати наступну функцiю втрат

𝐿(𝑦, 𝐹𝑚−1(𝑥) + ℎ(𝑥)) = 𝐿(𝑦 − (𝐹𝑚−1(𝑥) + ℎ(𝑥)))2,

де 𝐿 - функцiя втрат (квадратична втрата), 𝑦 - цiльова змiнна, 𝐹𝑚−1(𝑥) -
прогноз, зроблений попереднiми моделями, а ℎ(𝑥) - нова модель, яку ми на-
магаємося навчити на цiй iтерацiї.
На кожному кроцi 𝑚 ми шукаємо таку модель ℎ𝑚(𝑥), яка мiнiмiзує цю фун-
кцiю втрат шляхом градiєнтного спуску.
Градiєнт буде мати вигляд
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𝜕𝐿

𝜕(𝐹𝑚−1(𝑥) + ℎ(𝑥))
= −2(𝑦 − (𝐹𝑚−1(𝑥) + ℎ(𝑥))).

Отже, пiсля 𝑀 iтерацiй ми отримаємо модель у виглядi ансамблю

𝐹𝑀(𝑥) = 𝐹0(𝑥) +
𝑀∑︁

𝑚=1

ℎ𝑚(𝑥),

де 𝐹0(𝑥) - початкове базове значення (середнє значення цiни в навчальному
наборi), а ℎ𝑚(𝑥) - вклад 𝑚-тої моделi.
Отже, для прогнозу нової цiни для заданого SKU за допомогою цiн його най-
ближчих сусiдiв за допомогою GBDT, ми будемо використовувати цю модель
𝐹𝑀(𝑥), де 𝑥 - ознаки нового товару.

2.3 Оцiнки моделi

Для оцiнки нашої моделi використовуються середньоквадратична помилка
(Mean Squared Error, MSE) та середня абсолютна помилка (Mean Absolute
Error, MAE).
Середньоквадратична помилка (MSE) вимiрює середньоквадратичну рiзницю
мiж фактичними (𝑦𝑖) та прогнозованими (𝑦𝑖) значеннями цiни товару для всiх
𝑛 спостережень. Формула MSE

MSE =
1

𝑛

𝑛∑︁
𝑖=1

(𝑦𝑖 − 𝑦𝑖)
2. (2)

Середня абсолютна помилка (MAE) вимiрює середню абсолютну рiзницю мiж
фактичними (𝑦𝑖) та прогнозованими (𝑦𝑖) значеннями цiни товару для всiх 𝑛

спостережень. Формула MAE

MAE =
1

𝑛

𝑛∑︁
𝑖=1

|𝑦𝑖 − 𝑦𝑖|. (3)
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3 Програмна частина

3.1 Датасет

Опис датасету
Датасет, з яким ми працюємо в данiй квалiфiкацiйнiй роботi, це датасет укра-
їнської компанiї, який мiстить данi про розподiл товарiв за категорiєю, та їх
оборот i кiлькiсть продажiв за перiод з сiчня 2019 по червень 2023 року. В
дасатестi мається 3616 рiзних SKU. Сам датасет складається з трьох файлiв.
Перший файл - category.xlsx, вiн мiстить 3616 SKU (рядкiв) розподiлу това-
рiв за категорiєю, групою, пiдгрупою 1 та 2 вiдповiдно, та 4 ознаки (стовпцi).
Список ознак:
– Категорiя: Категорiя вiдповiдного товару (наприклад - 1. Домашнiй зати-
шок та комфорт)
– Група: Група вiдповiдного товару (наприклад - 1.1 текстиль домашнiй)
– Пiдгрупа 1: Пiдгрупа 1 вiдповiдного товару (наприклад - 1.1.1 подушки)
– Пiдгрупа 2: Конкретний товар (1.1.1.1 подушки 70х70)

Наступний файл - oborot.xlsx, вiн мiстить 4202 SKU (рядкiв) обороту кон-
кретного товару кожного мiсяця за перiод з сiчня 2019 по червень 2023 року
включно та 55 ознак (стовпцiв). Список ознак:
– Назва категорiї: Назва конкретного товару (наприклад - 1.1.1.1 подушки
70х70)
– 54 ознаки кожного мiсяця за перiод з сiчня 2019 по червень 2023 року
включно: оборот конкретного товару в цьому мiсяцi, данi зазначенi в грив-
нях (наприклад - 194,58)

Останнiй файл - sales.xlsx, вiн мiстить 4202 SKU (рядкiв) значення кiлькостi
продажiв конкретного товару кожного мiсяця за перiод з сiчня 2019 по чер-
вень 2023 року включно та 55 ознак (стовпцiв). Список ознак:
– Назва категорiї: Назва конкретного товару (наприклад - 1.1.1.1 подушки
70х70)
– 54 ознаки кожного мiсяця за перiод з сiчня 2019 по червень 2023 року вклю-
чно: кiлькiсть продажiв конкретного товару в цьому мiсяцi (наприклад - 3)
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Варто зазначити, що в файлi oborot.xlsx та sales.xlsx кiлькiсть записiв бiльше,
нiж у файлi з розподiлом товару за категорiями, а також в ньому iснують
деякi записи, для яких значення всiх ознак, окрiм його назви є нульовими
(вiдсутнi), тому вiн точно потребує попередньої обробки. Iнформацiя про по-
передню обробку датасету буде докладно описана далi.

Попередня обробка датасету
1. Данi завантажуються з Excel-файлу (category.xlsx) за допомогою бiблiо-
теки pandas.
2. У стовпцi Пiдгрупа 2 усi значення NaN замiнюються на пустий рядок, це
нам потрiбно для того, щоб потiм коректно використовувати метод KNN.
3. Iнiцiалiзується функцiя remove_characters, яка видаляє всi символи пе-
ред першою лiтерою в текстi. Далi ми її застосовуємо лише для стовпця «Пiд-
група 2» з файлу category.xlsx, для того щоб ми отримали лише самi назви
товарiв, не включаючи цифри та знаки, якi є перед назвою та свiчать про
розподiлення товару до вiдповiдної категорiї, групи та пiдгрупи 1. Це нам по-
трiбно, оскiльки для пошуку найближчих сусiдiв за допомогою методу KNN,
нам важлива лише сама назва товару, а всi iншi даннi будуть нам заважати.
4. Текстовi данi у стовпцi «Пiдгрупа 2» векторизуються за допомогою
TfidfVectorizer з бiблiотеки sklearn.
5. Данi завантажуються з двох Excel файлiв (oborot.xlsx та sales.xlsx)
за допомогою функцiї pd.read_excel(). Першi два рядки в кожному з фай-
лiв видаляються iloc[2:], оскiльки вони не мiстять корисної iнформацiї для
аналiзу (текстовi описи стовпцiв).
6. В рядках даних мiстяться дублiкати в колонцi Назва категорiї. Цi дублi-
кати видаляються за допомогою функцiї drop_duplicates().
7. Створюється функцiя convert_to_numeric(), яка замiнює коми на крапки
у всiх колонках (окрiм першої, оскiльки вона мiстить назву товарiв, а iншi -
числовi характеристики) та перетворює їх у числовий формат. Функцiя за-
стосовується до обох датафреймiв.
8. Два датафрейми об’єднуються на основi колонки Назва категорiї за допо-
могою функцiї merge(). Для уникнення конфлiктiв у назвах колонок додаю-
ться суфiкси _oborot та _sales.
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9. Створюється список всiх мiсяцiв, якi присутнi в даних, щоб використову-
вати їх пiзнiше для обчислення цiни товарiв.
10. Створюється функцiя calculate_price(), яка обчислює цiну товару для
кожного рядка даних. Цiна обчислюється як вiдношення об’єму обороту до
кiлькостi продажiв за останнiй мiсяць, де є ненульовi значення. Ця функцiя
застосовується до об’єднаного датафрейму з використанням методу apply().
11. Видаляються рядки, у яких значення в колонцi «Цiна» є порожнiми NaN.
12. У колонцi «Назва категорiї» видаляються всi символи до першої лiтери
за допомогою регулярного виразу.
13. Результати зберiгаються в новий Excel файл prices.xlsx, де залишаю-
ться тiльки колонки «Назва категорiї» та «Цiна».

3.2 Програмна реалiзацiя методу KNN

Пiсля попередньої обробки датасету, ми вже маємо векторизованi назви то-
варiв з датасету. Далi створюється модель NearestNeighbors з бiблiотеки
sklearn.neighbors. В якостi метрики подiбностi обирається косинусна по-
дiбнiсть, та вказується кiлькiсть сусiдiв, яку ми хочемо знайти, в нашому
випадку ця кiлькiсть - 100 товарiв. Наступним кроком iнiцiалiзується фун-
кцiя process_item_name, яка очищає назву введеного товару (SKU, до якого
ми i будемо шукати найближчих сусiдiв), аналогiчно до того, як було зро-
блено для датасету. Потiм створюється функцiя find_nearest_items, яка
обчислює вектор для введеного товару i знаходить найближчi сусiди за до-
помогою моделi KNN. Тут варто зупинитися, та поговорити про косинусну
подiбнiсть.

Косинусна подiбнiсть вже була описана у пiдроздiлi «2.1 Пошук найближ-
чих сусiдiв до дослiджуваного SKU» , вона рахується за формулою (1). Область
значень косинусної подiбностi лежить в межах вiд -1 до 1. Для нашої задачi
вона має наступний вигляд

cosine similarity(𝐴,𝐵) = cos(𝜃) =
𝐴 ·𝐵

‖𝐴‖‖𝐵‖
,
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де:

𝐴 - вектор дослiджуваного SKU , 𝐵 - вектор товару з датасету.

𝐴 ·𝐵 — скалярний (внутрiшнiй) добуток векторiв 𝐴 та 𝐵.

‖𝐴‖ та ‖𝐵‖ — норми (довжини) векторiв 𝐴 та 𝐵.

𝜃 — кут мiж векторами 𝐴 та 𝐵.

Граничнi значення косинусної подiбностi:
– Якщо косинусна подiбнiсть дорiвнює 1, це означає, що кут мiж двома векто-
рами дорiвнює 0 градусiв i вектори спiвнаправленi. Iншими словами, обидва
вектори мають однаковий напрямок i є максимально подiбними.
– Якщо косинусна подiбнiсть дорiвнює 0, це означає, що кут мiж двома ве-
кторами дорiвнює 90 градусiв i вектори ортогональнi (перпендикулярнi) один
до одного. Це свiдчить про те, що мiж векторами немає подiбностi.
– Якщо косинусна подiбнiсть дорiвнює -1, це означає, що кут мiж двома ве-
кторами дорiвнює 180 градусiв i вектори протилежно направленi. Це свiдчить
про максимальну антиподiбнiсть мiж векторами.

Отже функцiя find_nearest_items знаходить 100 найближчих сусiдiв,
а далi ми встановлюємо порогове значення косинусної подiбностi 0.4 та вiд-
фiльтровуємо реузльтати на його основi. Значення 0.4 було обране пiсля те-
стування, воно дає змогу вiрно виокремити найбiльш схожi товари. Для всiх
проведених тестiв, якщо значення косинусної подiбностi було менше за 0.4, то
у всiх випадках це значенння було максимально найближене до 0, що свiдчить
про те, що цi товари неварто розглядати, як найближчих сусiдiв.
Також пiсля отримання результатiв, а саме знайдених найближчих сусiдiв,
ми їх аналiзуємо. Шукається iнформацiя про пiдгрупу та групу для кожного
знайденого товару, та рахується кiлькiсть входжень знайдених товарiв до ко-
жної групи та пiдгрупи. Це ми робимо для того, щоб також окремо визначити
лише тi товари з групи та пiдгрупи серед найближчих сусiдiв, кiлькiсть яких
найбiльш. Навiщо це робиться було докладно описано у роздiлi 2 - Теоретична
частина.

В результатi ми отримуємо список знайдених найближчих сусiдiв до за-
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даного товару, кiлькiсть входжень знайдених товарiв до груп та пiдгруп, де
вони мiстяться, та список найближчих сусiдiв до заданого товару, кiлькiсть
входжень яких, до пiгруп та груп вiдповiдно, найбiльша.

Приклад роботи:
Заданий SKU - «50х90 кухоннi рушники».
Результат роботи першої частини програми:
Найближчi сусiди до товару ’50х90 кухоннi рушники’:

• рушники кухоннi мiкрофiбра (косинусна подiбнiсть: 0.7694)

• рушники кухоннi махровi (косинусна подiбнiсть: 0.7417)

• рушники кухоннi ллянi (косинусна подiбнiсть: 0.7110)

• рушники кухоннi бавовнянi (косинусна подiбнiсть: 0.6936)

• рушники для обличчя мiкрофiбра (косинусна подiбнiсть: 0.4403)

• рушники паперовi одношаровi (косинусна подiбнiсть: 0.4365)

• рушники пляжнi мiкрофiбра (косинусна подiбнiсть: 0.4268)

• рушники для обличчя махровi (косинусна подiбнiсть: 0.4260)

• рушники декоративнi Великоднi (косинусна подiбнiсть: 0.4221)

• рушники паперовi Z-складання (косинусна подiбнiсть: 0.4160)

Найближчi сусiди до товару ’50х90 кухоннi рушники’ з найбiльшим вхожде-
нням до груп та пiдгруп:

• рушники кухоннi мiкрофiбра (similarity: 0.7694)

• рушники кухоннi махровi (similarity: 0.7417)

• рушники кухоннi ллянi (similarity: 0.7110)

• рушники кухоннi бавовнянi (similarity: 0.6936)

• рушники декоративнi Великоднi (similarity: 0.4221)
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Кiлькiсть входжень знайдених товарiв для кожної Пiдгрупи 1:

• 1.2.1 рушники, серветки кухоннi, побутовi: 5

• 1.1.4 рушники для особистої гiгiєни: 3

• 28.5.1 рушники паперовi в рулонах: 1

• 28.5.2 рушники паперовi листовi: 1

Кiлькiсть входжень знайдених товарiв для кожної Групи:

• 1.2 текстиль кухонний: 5

• 1.1 текстиль домашнiй: 3

• 28.5 рушники паперовi: 2

Тобто ми знайшли 10 найближчих сусiдiв, значення косинусної подiбностi
вектора яких, по вiдношенню до вектору заданого SKU бiльше за 0.4. Також
в дужках бiля кожного знайденого сусiда виводиться саме значення косину-
сної подiбностi. Далi ми порахували кiлькiсть входжень знайдених товарiв до
рiзних груп, та пiдгруп. Останнє - це ми виокремили групу знайдених това-
рiв, з найбiльшою кiлькiстю входжень до кокретної групи та пiдгрупи, i для
цього варiанту отримали 5 найближчих сусiдiв.

3.3 Програмна реалiзацiя прогнозування цiни на товар

з використаннням GBDT

Використанi бiблiотеки:

• numpy (iмпортовано як np): Використовується для обробки числових
даних та векторизацiї.

• pandas (iмпортовано як pd): Використовується для роботи з даними у
виглядi таблиць.

• DecisionTreeRegressor з бiблiотеки sklearn.tree: Використовується для
побудови дерев рiшень для задачi регресiї.
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• TfidfVectorizer з sklearn.feature_extraction.text: Використовується
для перетворення текстових даних у числовi вектори на основi частотно-
стi з якою слова з’являються у документi.

• train_test_split з sklearn.model_selection: Використовується для роз-
дiлення даних на навчальний та тестовий набори.

• mean_squared_error i mean_absolute_error з sklearn.metrics: Ви-
користовуються для обчислення середньоквадратичної помилки (MSE) та
середньої абсолютної помилки (MAE) вiдповiдно.

Першим реалiзовано випадок для вiдфiльтрованих найближчих сусiдiв (з
найбiльшою кiлькiстю входжень до пiдгруп).
– Спочатку iмпортуємо бiблiотеки вище, далi завантажуємо данi про цiни з
файлу prices.xlsx та зберiгаємо їх у змiннiй df_prices.
– Далi отримуємо список найближчих сусiдiв nearest_item_names iз змiнної
filtered_nearest_items (яка мiстить вже вiдфiльтрованих найближчих су-
сiдiв).
– Наступним кроком ми пiдготовляємо данi для моделювання, а саме на-
зви категорiй товарiв та їх цiни витягуються з filtered_nearest_items_df i
зберiгаються в X_filtered i y_filtered вiдповiдно; данi роздiляються на на-
вчальний та тестовий набори у пропорцiї 4:1 за допомогою train_test_split.
– На даному кроцi ми створюємо клас GradientBoostingRegressor, який
реалiзує алгоритм градiєнтного бустингу для регресiї. Вiн має 3 основних
методи: __init__, fit, predict. В __init__ ми встановлюємо початковi зна-
чення параметрiв моделi, таких як кiлькiсть дерев (n_estimators = 100),
швидкiсть навчання (learning_rate = 0.1) i максимальна глибина кожно-
го дерева (max_depth = 3). Метод fit призначений для навчання моделi на
навчальних даних, вiн будує ансамбль дерев рiшень, починаючи з нульово-
го передбачення та додаванням нових дерев на кожнiй iтерацiї. В нашому
випадку нульове передбачення - це середнє значення цiни вiдфiльтрованих
товарiв, а iтеративне навчання дерев реалiзовано таким чином, що обчислю-
ються залишки (residuals), якi є негативними градiєнтами MSE, далi вiдбу-
вається навчання нового дерева на залишках та додавання нового дерева до
ансамблю. Метод predict використовує навчену модель для здiйснення пе-
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редбачень на нових даних, обчислюючи передбаченi значення за допомогою
ансамблю дерев з врахуванням швидкостi навчання.
– Модель навчається на навчальних даних з використанням методу fit.
– Прогнози моделi робляться на тестовому наборi за допомогою методу predict.
Оцiнюється точнiсть моделi за допомогою середньоквадратичної помилки
(MSE), формула (2) та середньої абсолютної помилки (MAE), (3).
– Далi вiдбувається прогнозування для нового товару, а саме задається SKU
(50х90 кухоннi рушники), вiн векторизується. Пiсля цього ми використовуємо
навчену модель mode_filtered, яка є екземпляром класу.
GradientBoostingRegressor, для прогнозування цiни для цього нового това-
ру. Метод predict цього класу обчислює прогнозовану цiну, використовуючи
вектор, що ми отримали на попередньому кроцi.
– Результатом роботи є набiр даних: значення Mean Squared Error (MSE) та
Mean Absolute Error (MAE), прогнозована цiна для нового товару.

Для нашого прикладу маємо такi результати:

Показник Значення
Mean Squared Error 8.775585168564922
Mean Absolute Error 2.962361417613476

Прогнозована цiна для нового товару 17.83200621264477

Другим реалiзовано випадок для всiх знайдених найближчих сусiдiв без
фiльтрування.
Алгоритм прогнозування цiни iдентичний, тiльки змiнюються вхiднi данi, а
саме: список найближчих сусiдiв отримується iз змiнної nearest_items (яка
мiстить всiх знайдених найближчих сусiдiв), та вiдповiдно iнше середнє зна-
чення цiни найближчих сусiдiв.
Для цього випадку маємо наступнi результати:

Показник Значення
Mean Squared Error 26.296527809503758
Mean Absolute Error 4.933243360806845

Прогнозована цiна для нового товару 24.714122562051696

Щоб краще розумiти отриманi значеннi похибок, переведемо їх значення
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у вiдсотки. Для переведення значень MSE i MAE у вiдсотки скористаємось
наступними формулами:

1. Mean Squared Error (MSE) у вiдсотках:

𝑀𝑆𝐸proc =

(︂
𝑀𝑆𝐸

U2

)︂
× 100.

2. Mean Absolute Error (MAE) у вiдсотках:

𝑀𝐴𝐸proc =

(︂
𝑀𝐴𝐸

U

)︂
× 100,

де U - середня цiна знайдених найближчих сусiдiв.
В результатi отримаємо:

Model Mean Squared Error (%) Mean Absolute Error (%)
Filtered 2.029479 14.245980
Nearest 2.024072 13.686624

Табл. 1: Порiвняння MSE та MAE у вiдсотках для моделей Filtered та Nearest

Додавши сюди значення прогнозованих цiн, отримаємо:

Model Mean Squared Error (%) Mean Absolute Error (%) Прогнозована цiна
Filtered 2.029479 14.245980 17.83200621264477
Nearest 2.024072 13.686624 24.714122562051696

Табл. 2: Порiвняння MSE та MAE у вiдсотках для моделей Filtered та Nearest

Модель «Filtered» та модель «Nearest» були оцiненi за допомогою двох
метрик помилок: середньоквадратичної помилки (MSE) та середньої абсолю-
тної помилки (MAE). Для обох моделей були отриманi значення MSE i MAE
у вiдсотках, що вiдображає їхню вiдносну точнiсть вiдносно середнього зна-
чення цiльової змiнної.

Модель «Filtered» показала значення MSE та MAE на рiвнi приблизно
2.03% та 14.25% вiдповiдно. Прогнозована цiна для нового товару за цiєю
моделлю складає близько 17.83.

Модель «Nearest» показала значення MSE та MAE на рiвнi приблизно
2.02% та 13.69% вiдповiдно. Прогнозована цiна для нового товару за цiєю
моделлю складає близько 24.71.
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Отже, за цими метриками можна зробити висновок, що модель «Nearest»
показала кращi результати, оскiльки має нижчi значення MSE та MAE, а
також бiльш точний прогноз для нового товару. Але варто зазначити те, що
в самi прогнозованi цiни вiдрiзняються мiж собою.
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Висновки

В результатi даної квалiфiкацiйної роботи було побудовано модель для про-
гнозування цiни на товар з холодним стартом на основi цiни товарiв найближ-
чих сусiдiв за допомогою методу GBDT. Пошук найближчих сусiдiв викону-
ється за допомогою методу KNN. Прогноз цiни вiдбувається для двох рiзних
моделей, а саме для двох рiзних наборiв товарiв (знайдених найближчих су-
сiдiв до заданого товару). До першого набору найближчих сусiдiв входять всi
товари з датасету, якi були знайденi за допомогою методу KNN. До другого
набору найближчих сусiдiв входять лише товари з тiєї категорiї, кiлькiсть
входжень товарiв до якої є найбiльшою серед всiх знайдених найближчих
сусiдiв. Це є важливою складовою, оскiльки через швидкий зрiст ринку та
збiльшеннi дати, для менеджера магазину необхiдно отримувати прогноз цi-
ни на новий товар, як опираючись лише на товари з конкретної категорiї, так
i взагалому на всi товари, якi є сусiднiми до заданого.

Результати, якi ми отримали в ходi даної роботи показали, що побудованi
моделi забезпечують достатньо високу точнiсть прогнозування цiни товару з
холодним стартом. Також варто зазначити, що значення похибок для рiзних
наборiв найближчих сусiдiв схожi, хоча модель «Nearest» все-таки демонструє
вищу точнiсть, а самi значення прогнозованої цiни вiдрiзняються. Саме це i
пояснює новизну нашої роботи: для товару без iсторiї продажiв ми спрогно-
зували двi рiзнi цiни, що дає умовному менеджеру магазину краще розумiння
при прийняттi рiшень про те, на основi яких товарiв формувати цiну новогу,
та дає ширший спектр можливої цiни.

До перспектив дослiдження можна вiднести адаптацiя моделей для за-
рубiжного ринку товарiв, удосконалення моделей, використання додаткових
характеристик товарiв.
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